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Résumé

Dans ce mémoire, une approche basée sur les réseaux de neurones récurrents de type
Long Short-Term Memory (LSTM) a été développée pour la prévision a long terme de la
charge électrique du poste 60/30 kV de Guerrara, relevant de la Direction de Distribution de
Ghardaia (SONELGAZ). Une base de données chronologique couvrant une période de 21
années a été constituée a partir des données historiques de la puissance apparente du réseau
IEEE 33-Bus et enrichie par une charge synthétique représentative afin de reproduire

I’évolution de la demande électrique sur I’horizon a long terme.

Les données ont été prétraitées, normalisées et organisées sous forme de séries temporelles
pour permettre 1’apprentissage efficace du modeéle proposé. Les résultats obtenus ont montré
la capacité du modele LSTM a capturer les dépendances temporelles et les caractéristiques
non linéaires des données de charge ¢lectrique. L’utilisation de la charge synthétique
cohérente avec les tendances de croissance de la demande a permis d’améliorer la

représentativité des données d’apprentissage et de réaliser des simulations plus réalistes.

Les prévisions du cas réel du poste de GUERRARA présentent une bonne concordance
avec les valeurs de référence et mettent en évidence une évolution progressive de la charge

¢lectrique sur un horizon de 15 ans, et I’application complémentaire réalisee sur le réseau



IEEE 33-bus a bien évaluée les performances du modele sur un horizon temporel plus étendu.
Mots-clés: Reéseau de distribution, dynamique de charge, réseaux de neurones

artificiels, LSTM (Long Short-Term Memory), prévision de charge électrique.

Abstract

In this dissertation, an approach based on Long Short-Term Memory (LSTM) recurrent
neural networks was developed for the long-term forecasting of the electrical load of the
60/30 kV Guerrara substation, operated by the Ghardaia Distribution Directorate
(SONELGAZ). A chronological database covering a period of 21 years was established using
historical apparent power data from the IEEE 33-Bus network and enriched with
representative synthetic load data to reproduce the evolution of electricity demand over a

long-term horizon.

The data were preprocessed, normalized, and organized as time series to enable effective
training of the proposed model. The obtained results demonstrated the ability of the LSTM
model to capture temporal dependencies and nonlinear characteristics of electrical load data.
The use of synthetic load data consistent with demand growth trends improved the

representativeness of the training dataset and enabled more realistic simulations.

The forecasting results for the real case of the Guerrara substation showed good agreement
with reference values and highlighted a progressive increase in electrical load over a 15-year
forecasting horizon. Furthermore, the complementary application carried out on the IEEE 33-
Bus network successfully evaluated the performance of the model over a more extended time

horizon.

Keywords: Distribution network, load dynamics, artificial neural networks, Long Short-

Term Memory (LSTM), electrical load forecasting.
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Introduction générale

L’énergie ¢électrique constitue aujourd’hui un facteur essentiel du développement
économique, industriel et social. La croissance continue de la demande énergétique, associée
a ’urbanisation, a 1’industrialisation et a 1’intégration progressive des technologies modernes,
impose aux gestionnaires des réseaux ¢électriques de disposer d’outils performants permettant

d’anticiper 1’évolution future de la consommation [1], [2].

Dans ce contexte, la prévision de la charge électrique occupe une place centrale dans la
planification et I’exploitation des systémes électriques. Une estimation précise de la demande
future permet non seulement d’assurer la continuité de service et la stabilit¢ du réseau, mais
¢galement d’optimiser les investissements liés aux infrastructures de production, de transport

et de distribution de 1’énergie électrique [3], [4].

Les méthodes statistiques classiques ont longtemps été utilisées pour la prévision des séries
temporelles. Cependant, la complexité croissante des systémes énergétiques modernes et le
caractére non linéaire des données de consommation limitent souvent leurs performances.
Face a ces contraintes, les techniques d’intelligence artificielle et plus particulierement les

réseaux de neurones artificiels se sont imposées comme des alternatives efficaces [3].

Parmi ces techniques, les réseaux Long Short-Term Memory (LSTM), appartenant a la
famille des réseaux de neurones récurrents, ont démontré une grande capacité a modéliser les
dépendances temporelles et a traiter efficacement les séries chronologiques complexes. Grace
a leur structure basée sur des cellules mémoire, ils permettent de capturer les tendances a long

terme et d’améliorer la précision des prévisions.

Le présent travail s’inscrit dans cette perspective et porte sur la prévision de la charge
électrique a long terme du poste électrique 60/30 kV de Guerrara. L’objectif principal est de
développer un modele basé sur les réseaux LSTM capable d’anticiper I’évolution future de la

charge electrique a partir des données historiques disponibles.

En complément de I’étude réalisée sur le poste de Guerrara, une validation supplémentaire
est effectuee sur le réseau IEEE 33-Bus, réseau de distribution de référence largement utilisé
dans la littérature scientifique pour 1’évaluation des méthodes de prévision et d’analyse des

systemes électriques.
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Pour atteindre cet objectif, ce mémoire est structuré en trois chapitres :

Le premier chapitre présente les notions fondamentales relatives aux réseaux electriques,
aux charges électriques ainsi qu’a leur modélisation, tout en introduisant les concepts de

prévision de charge [5].

Le deuxiéme chapitre est consacré aux réseaux de neurones artificiels, en mettant 1’accent
sur les architectures récurrentes et plus particulierement sur les réseaux LSTM utilisés pour la

prévision des séries temporelles.

Le troisieme chapitre expose 1’application pratique du modéle LSTM au cas du poste
électrique 60/30 kV de Guerrara. Les différentes étapes de préparation des données, de
conception du mod¢le, d’apprentissage et d’évaluation des performances sont détaillées. Une
application complémentaire est également réalisée sur le réseau IEEE 33-Bus, largement
utilise comme réseau de référence dans les études de systemes électriques, afin de valider les
capacités du modele dans un environnement standardisé et sur un horizon temporel plus

étendu. Les résultats obtenus pour les deux cas d’étude sont ensuite analysés et comparés.

Enfin, ce travail se termine par une conclusion générale résumant les principaux résultats
obtenus ainsi que les perspectives de recherche envisageables pour améliorer davantage la

précision des prévisions de charge électrique.
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Chapitre I Généralités sur les reseaux électriques et la prévision de charge

1.1 Introduction

Les réseaux électriques constituent une infrastructure essentielle pour assurer la
production, le transport et la distribution de 1’énergie électrique. Avec 1’augmentation de la
demande ¢énergétique et le développement des réseaux modernes, 1’étude des charges

électriques devient indispensable pour garantir la stabilité, la fiabilité et ’efficacité du réseau

[1], [2].

Les charges électriques représentent la consommation d’énergie des différents utilisateurs,
tels que les habitations, les installations industrielles et les batiments commerciaux. Leur
comportement varie selon leur nature électrique et leurs conditions d’utilisation, ce qui
nécessite une modélisation adaptée pour analyser le fonctionnement du réseau et prévoir

I’évolution de la demande énergétique [3], [4].

1.2 Généralités sur les Réseaux Electriques
1.2.1 Définition
Un réseau electrique est un ensemble d'équipements reliés entre eux qui facilitent la
production, le transport, la distribution et [I'utilisation de I'énergie électrique. 1l est
essentiellement constitué de centrales de production, de lignes de transport, de
transformateurs et de charges [5]. Chaque niveau joue un réle spécifique dans I'exploitions du
réseau. L'équilibre constant entre production et consommation est essentiel pour maintenir la
stabilité et la fiabilité du réseau [2], [5].
1.2.2 Structure
On identifie habituellement trois niveaux dans un systeme électrique:
Production
Les centrales électriques sont la source de 1’énergie. Il en existe plusieurs types : les
centrales a charbon, nucléaires, hydrauliques, solaires et éoliennes, leur objectif est de
produire 1’énergie électrique en fonction des demandes et des estimations de
consommation [5].
Transport
Constitué de lignes de haute tension (HT) et de stations de transformation
électrique. Son rdle est de transporter I'électricité des lieux de production vers les

régions a forte demande avec un minimum de pertes [6].
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Distribution
Elle concerne les lignes de moyenne et de basse tension fournissant I'électricité aux
utilisateurs finaux [6].

La figure 1.1, montre le parcours de I'électricité dans un systéme électrique.

o
Production Transport Distribution Charges
Centrales Electriques Lignes Haute Tension Réseau Moyenne & Basse Tension Consommateurs Finaux
Génération de l'énergie Transmission de 'énergie Distribution aux consommateurs Appareils & Industries

Figure 1.1 : Acheminement de 1’électricité dans un réseau électrique.

1.3 Classification des Réseaux Electriques
Les réseaux électriques et systemes de puissance peuvent étre classés selon leur niveau de
tension, leur structure topologique ou leur fonction dans le systéeme électrique global [7], [8].
Cette classification est cruciale pour saisir comment opere le réseau et comment se

comportent les charges électriques.

1.3.1 Classification selon le nombre de phases
Réseau monophasé
Le réseau monophasé comprend une unique phase accompagnée d'un neutre. Il est
principalement destiné a l'alimentation appareils domestique et de faible puissance [7], [8].
Réseau triphasé
Le systeme triphasé comprend trois phases, qu'il y ait un neutre ou non.
On l'utilise couramment dans les réseaux de transport et de distribution, ainsi que dans
diverses applications industrielles [7], [8].
Ce genre de réseau est le plus couramment employé dans les systéemes électriques
contemporains.
Le tableau 1.1 présente les types de réseaux électriques selon le nombre de phases, permettant

de comprendre leur usage, leurs avantages et leurs limites.
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Tableau 1.1 : Classification des réseaux électriques selon le nombre de phases.

Type de Nombre de Utilisation Avantages Limites
réseau phases
Monophasé 1 + neutre Résidentiel, petits Structure simple, Capacité faible
équipements économique
Triphasé 3 + neutre Transport, Transport efficace, Complexité
ou pas distribution, meilleure stabilité supérieure
industrie

La figure 1.2, illustre la différence entre un réseau monophasé et un réseau triphase, en

montrant la disposition des phases et du neutre.

Monophasé Triphasé B

%‘ Phase

= Neutre

/@\ Phase
=

Neutre

Figure 1.2 : Réseaux monophasé et triphasé (schéma comparatif).

1.3.2 Classification selon le niveau de tension

Les réseaux électriques sont aussi classés en fonction de leur tension, qui est déterminée
par leur role dans le systéme électrique [8].
Le tableau 1.2 illustre la classification des réseaux selon leur niveau de tension et leur role
dans le transport et la distribution de 1’énergie.

Tableau 1.2 : Classification des réseaux électriques selon le niveau de tension.

Niveau de tension | Tension Fonction principale Utilisation typique
(kV)
Haute tension (HT) | > 60 kV Transport sur longues Entre centrales et grandes
distances zones
Moyenne tension 1-60 kV Distribution régionale Zones urbaines et industrielles
(MT)
Basse tension (BT) | <1kV Alimentation finale Habitations, petits
consommateurs
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La figure I. 3 montre les différents niveaux de tension dans les réseaux électriques.

Haute Tension (HT)

Figure 1.3: Classification des réseaux électriques selon leur tension.

1.4 Les Charges Electriques
1.4.1 Définition
Les consommateurs, tels que les résidences, les entreprises, les usines et les appareils
électriques, constituent I'ensemble des charges. Elles représentent la demande en énergie que
le réseau est tenu de répondre. Elles se trouvent principalement dans le réseau de distribution,

mais ont aussi une incidence sur les étapes de transport et de production.

L'analyse des charges aide a évaluer la consommation a divers moments de la journée ou
de I'année. Il est important de modéliser la charge pour :
La Conception du réseau : évaluer correctement la taille des lignes et des transformateurs. La
Stabilité du réseau : prévenir les surcharges et les défaillances.
L’ Amélioration de I'efficacité énergétique : atténuer les pertes et optimiser la performance
générale [9].

La figure 1.4 visualise une charge électrique reliée au reseau.

| Charge Charge
— >
() Z — —AWT—
R L

v

Figure I. 4 : Représentation d’une charge électrique.
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1.4.2 Types de charges électriques

On peut classer les charges électriques en fonction de leur utilisation [10].

La figure I. 5 illustre les catégories des charges électriques en fonction de leur utilisation.

Classification des Charges Electriques

( Types de Chargeﬂ

; — !
-1 Charges Résidentielles . - Charges Industrielles . Charges Commerciales
] i v i v
° Ecléirage g(n?avu\ ;"E ! | e Moteurs Electriques Eclairage Batiments
e Appareils Ménagers : e Machines de Production || . Climatisation
e Climatisation ¥ o e Pompes, Compresseurs | Ascenseurs
e Chauffage E§§ZE=;.E F e« Transformateurs : Informatique
e TV, Réfrigérateur e Systémes de Fabrication Equipements de Bureau
Puissance : Faible a Moyenne Puissance : Elevée Puissance : Moyenne a Elevée
Usage : Domestique Usage : Continu | Usage : Jour

| Caractéristiques : Puissance — Profil de Consommation — Temps d’Utilisation |

Figure .5 : Classification des charges électriques.

Les tableaux 1.3 et 1.4 permettent de comprendre le comportement des charges dans le réseau
selon leur nature électrique.

Tableau 1.3 : Classification des charges selon la nature électrique.

Type de Caractéristiques Exemples
charge
Résistive | Courant en phase avec la tension, facteur de|  Chauffage électrique, lampes
puissance = 1
Inductive Courant en retard par rapport a la tension, Moteurs, transformateurs
puissance réactive présente
Capacitive | Courant en avance par rapport a la tension, Condensateurs, systemes de
compensation de la puissance réactive correction du facteur de puissance

Tableau 1.4 : Classification des charges selon le comportement.

Type de Relation courant- Impact sur le réseau Exemples
charge tension
Linéaire Proportionnel Facile a modéliser Résistances, chauffages
Non Non Présence d’harmoniques, Ordinateurs,
linéaire proportionnel impact sur la qualité de alimentations
I’énergie électroniques
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L'importance de la classification des charges réside dans la connaissance de leur comportement au
sein du réseau, ce qui aide a élaborer des modeles précis, renforcant ainsi la stabilité du réseau et
ameéliorant la gestion de I'énergie de maniére optimale.

1.5 Puissances Electriques

Dans un réseau électrique, on distingue essentiellement trois sortes de puissance.
Puissance active (P)
La puissance active correspond a la puissance véritablement utilisée par la charge et
transformée en énergie bénéfique. Elle est mesurée en watts (W) [10].
P=VxIxcos¢g (1)
Cette puissance correspond a 1’énergie utile produite.
Puissance réactive (Q)
La puissance réactive représente la puissance échangée entre la source et les éléments
inductifs ou capacitifs, Elle est exprimée en voltampere réactif (VAR) [10].
Q=V=xIxsingp (1.2)
Elle ne produit pas de travail utile mais est nécessaire au fonctionnement de certains
équipements.
Puissance apparente (S)
La puissance apparente représente la puissance totale fournie par la source ,Elle est
exprimée en voltamperes (VA) [10].
S=V=I (1.3)
$2 = P2 4 Q2 (1.4)

Le facteur de puissance représente le rapport entre la puissance active et la puissance

apparente et constitue un indicateur de I’efficacité énergétique du systeme [10].
cos @ = g (1.5)

La figure 1.6 illustre le triangle des puissances. Il indique 1’efficacité de I’utilisation de

L’énergie électrique.
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P
SZ=P2+Q2

Figure 1.6 : Triangle des puissances électriques.

Un facteur de puissance élevé signifie une meilleure efficacité, pertes réduites, et meilleure
performance du réseau.

Un facteur de puissance faible entraine, une augmentation des pertes et une surcharge des
équipements.

1.6 Courbes de Charge
Les courbes de charge représentent I’évolution de la puissance consommée en fonction du
temps. Elles constituent un outil fondamental pour I’analyse, la planification et 1’optimisation
des réseaux électriques [11]. Elles permettent d’identifier les périodes de forte et de faible
consommation et d’adapter la production d’énergie en conséquence.
1.6.1 Courbe de charge journaliére
La courbe journaliére représente la variation de la puissance consommée durant une
journée (24 heures). Elle est caractérisée par :
e La présence de pics de consommation (heures de pointe).
e Des périodes creuses durant la nuit.
e Une forte influence des habitudes des consommateurs.
Cette courbe est essentielle pour la gestion quotidienne du réseau.
1.6.2 Courbe de charge annuelle

La courbe annuelle montre 1’évolution de la consommation sur une année compléte. Elle permet

d’analyser :

e Les variations saisonnieres.

e [’impact des conditions climatiques.

e La croissance de la demande énergetique.

Cette analyse est importante pour la planification a long terme [11].

La figure 1.7 représente 1’analyse des courbes de charge journalieres et annuelles du réseau
électrique réel.
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Courbe de charge journaliére Courbe de charge annuelle
Puissance Puissance Eté
(kW) Pic Matin Pic Soir (Mw) e

Hiver Printemps /
Automne

Puissance Moyenne —

Creux Creux
1

o 6 12 24 Jan Mar Jun Jun Sep Dec Déc
Temps (Heures)
Mois
Facteur de Charge Facteur de Pointe
Puissance Moyenne Puissance Maximale
FC= FP =

Puissance Maximale Puissance Moyenne

Utilisation Efficace Surcharges Elevées

Figure 1.7 : Courbe de charge.

1.7 Modélisation des Charges Electriques
1.7.1 Definition de la modélisation

La modélisation des charges électriques fait référence a la représentation
mathématique du comportement des charges dans un circuit électrique. Cette modélisation est
primordiale pour étudier les performances du réseau, anticiper la consommation et garantir la
stabilité du systéeme électrique. Les paramétres du réseau, tels que la tension, le courant et la
puissance, sont directement affectés par les charges [6]. Il est donc nécessaire d'avoir des
modeles précis pour reproduire leur comportement sous diverses conditions d'exploitation.
La Figure 1.8 présente un modéle simplifié équivalent d'une charge électrique dans le réseau,

démontrant de quelle maniére la charge peut étre décrite par une impédance ou un circuit R-L.

|
7

Figure 1.8: Modéle équivalent d’une charge électrique.

1.7.2 Objectifs de la modélisation
Les buts primordiaux de la modélisation des charges sont les suivants :

e Etude du réseau : examiner I'impact des charges sur les caractéristiques du réseau
comme la tension, le courant et la stabilité.
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e Analyse du flux de puissance : modéliser la distribution de la puissance active et
réactive dans le réseau pour améliorer son efficacite.
e Estimation de la demande : évaluer la consommation future afin d'organiser
efficacement la production et la distribution [6].
1.7.2 Types modeéle des charges
» Modéle statique de charge
Les modeéles statiques illustrent les charges sans tenir compte du temps, en présumant que
la relation entre la tension et le courant demeure stable. On distingue principalement les types
suivants :
a) Modeéle a puissance constante (P, Q@ constants)
e Lacharge consomme de la puissance active (P) et reactive (Q).
e Elle maintient sa puissance constante, peu importe la tension.
e Principalement utilisé pour les analyses de flux de puissance.
e Représente fidélement les charges contemporaines telles que les dispositifs
électroniques ou I'éclairage [6].
La figure 1.9 présente le modele a puissance constante, dans lequel les puissances active et
réactive consommeées par la charge restent constantes malgré les variations de la tension

d’alimentation.

( ) Charge |» P = Constant
Q= Constant

Figure 1.9: Représentation du modéle a puissance constante (P et Q constants).
b) Modele a impédance constante :
e [’impédance de la charge est constante.
e Le courant varie en proportion de la tension appliquée.
e La puissance consommee dépend de la tension.
e Pratique pour des analyses simplifiées [6].
La figure 1.10 présente le modele a impédance constante, ou I’impédance de la charge

demeure fixe tandis que le courant et la puissance varient en fonction de la tension appliquée.

11



Chapitre I Généralités sur les reseaux électriques et la prévision de charge

24

S
/I — Vv
P—v?

Figure 1.10: Représentation du modele a impédance constante.
c) Modéle a courant constant :
e Le courant absorbé par la charge reste constant quelle que soit la tension.
e La puissance varie en proportion de la tension.
e Utilisé pour certains équipements spécifiques nécessitant un courant stable [6].
La figure 1.11 présente le modéle a courant constant, caractérisé par un courant absorbé

constant indépendamment des variations de la tension.

o —

| = Constant

PV

Figure 1.11: Représentation du modele a courant constant.
d) Modéle ZIP :
Le modéle ZIP (Impedance-Current-Power) est un modeéle statique utilisé pour
représenter le comportement des charges électriques en fonction de la tension.
Il comporte trois composantes: impédance constante (Z), courant constant (1) et puissance
constante (P). Afin de quantifier I’influence des variations de tension sur la charge électrique,
le modéle ZIP établit des relations mathématiques permettant de calculer les puissances

actives et réactive consommées. Ces relations sont exprimées par les équations suivantes :

P=Polar(2) +ar(2)+as| a6

Q= Qb () + b, (2)+ b (17)

Ou P, et Q, sont les puissances nominales a la tensionV,, et les coefficients a; et b;
représentent la contribution des différentes composantes du modéle [10]. Ce modeéle est
particulierement bien adapté aux études de planification et est largement utilisé pour I’analyse

des réseaux électriques ainsi que comme base pour les approches intelligentes de la charge.

12
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» Modéles dynamiques des charges

Les modeéles dynamiques, contrairement aux modéles statiques, tiennent compte de la
variation dans le temps des charges et de leur interaction avec les autres éléments du réseau.
pour I’analyse des réseaux électriques ainsi que comme base pour les approches intelligentes
de prévision de la charge.
La figure 1.12 présente une représentation simplifiée du modele dynamique des charges,
prenant en compte I’évolution temporelle de la charge ainsi que son interaction avec le réseau

électrique.

Variation de

Tension —— Charge — P(t), Q(1)
Dynamique
Commande ——p RLC — (1)
de Charge ==

Figure 1.12: Représentation du modéle dynamique des charges.

IIs permettent d’analyser le comportement transitoire du réseau, par exemple lors des
variations soudaines de la demande ou des perturbations.

Ces modeles sont essentiels pour la stabilité du réseau et la planification avancée
notamment dans les systémes intégrant des sources renouvelables et des charges contrélables.
Les modéles dynamiques peuvent prendre en compte les dépendances vis-a-vis de facteurs
externes comme la température, les comportements de consommation ou le contrble a

distance des charges intelligentes [6], [7].

La figure 1.13 offre une vue d’ensemble des impacts de la modélisation des charges dans les
réseaux électriques modernes sur la stabilité, la qualité de I’énergie et 1’optimisation de

I’exploitation, résumant ses principaux apports.

13
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Modélisation des charges

4

Stabilité du réseau Qualité de I’énergie

J

L . e Réduire les distorsions.
= Prévoir les variations.

= Réduire les surcharges. e  Améliorer le facteur de
puissance.

Optimisation de I’exploitions

Réduire les pertes.

Intégrer les renouvelables.

Figure 1.13 : Importance de la modélisation des charges.

1.8 Importance de la Modélisation de la Charge

La modélisation des charges électriques joue un rdle essentiel dans I’analyse et

I’exploitation dés La représentation des charges électriques est primordiale pour I'analyse et

l'utilisation des réseaux électriques contemporains [10]. Elle a une influence directe sur

plusieurs éléments essentiels:

Stabilité du réseau

Les modeéles précis facilitent I'anticipation et la gestion des fluctuations de charge,

minimisant ainsi le danger de surcharge, de baisse de tension ou de coupures

d'électricité [6], [7]. On les emplois pour les analyses transitoires et dynamiques, dans

le but de garantir la stabilité du réseau méme face a des variations subites de la

demande [7].

Qualité de I’énergie

Une bonne modélisation des charges aide a identifier les sources de distorsions,

harmoniques et variations de fréquence, qui peuvent affecter la qualité de 1’énergie

fournie. Elle permet de concevoir des stratégies de compensation et de correction du

facteur de puissance, améliorant ainsi I’efficacité et la fiabilité du réseau [10], [11].

14
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Optimisation de I’exploitation

Une modélisation adéquate des charges contribue a ajuster au mieux la production en
fonction de la demande réelle, réduisant les pertes en ligne et optimisant l'usage des
infrastructures.

1.9 Planification et Prévision de la Charge a Long Terme

La planification a long terme de la charge électrique est un aspect crucial pour le
développement et l'utilisation efficace des réseaux électriques modernes. A l'opposé de la
prévision a court terme, axée sur la gestion opérationnelle immédiate, la planification & long
terme offre une vision anticipée de I'évolution de la demande sur plusieurs années. Elle prend
en compte les éléments économiques, démographiques, technologiques et climatiques qui
pourraient affecter la consommation future d'électricité.

1.9.1 Importance de la Prévision a Long Terme

La prévision long terme est essentielle pour :

Garantir la sécurité et I'équilibre du réseau : en repérant les moments et les régions
susceptibles d'étre surchargées, il est possible de prévoir les agrandissements et améliorations
nécessaires du réseau de transport et de distribution [11], [13].

Optimisation des investissements: en prévoyant les exigences futures, les gestionnaires
et responsables peuvent judicieusement et financierement planifier les investissements dans
les centrales, les lignes et les transformateurs [9], [10].

Combiner I'énergie renouvelable et les technologies intelligentes : la planification a
long terme favorise l'intégration structurée des sources d'énergie renouvelables (comme le
solaire et I'éolien) ainsi que des systemes de gestion de la demande dans le réseau, tout en
réduisant au minimum les risques de déséquilibre [11].

Planification énergétique durable : en considérant I'expansion de la population et le
développement économique, cette projection facilite I'ajustement des politiques énergétiques
et des stratégies de diminution de la consommation [3].

La prévision de la charge est généralement classée selon I’horizon temporel :
Prévision a court terme (Short-Term Load Forecasting — STLF):

e Horizon : heures a quelques jours.

o Objectifs : gestion quotidienne, dispatching, équilibrage production/consommation,

gestion des pics de charge.
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o Facteurs principaux : conditions climatiques immédiates, habitudes journaliéres
des consommateurs, événements spéciaux (jours fériés, matchs, etc.) [3], [11].
Prévision a moyenterme (Medium-Term Load Forecasting — MTLF):

e Horizon : semaines a quelques mois.

o Objectifs : planification de la maintenance, optimisation de contrats d’électricité,
prévision de la demande saisonniére.

o Facteurs principaux : variations saisonnieres, tendances économiques regionales,
évolution démographique a court terme [12].

Prévision a long terme (Long-Term Load Forecasting — LTLF):

o Horizon : années (souvent 5 a 20 ans).

o Objectifs : décisions stratégiques d’investissement, extension et renforcement du
réseau, planification de nouvelles centrales et infrastructures.

e Facteurs principaux : croissance économique, démographie, urbanisation, politiques
énergétiques, évolution technologique, intégration des énergies renouvelables changements
climatiques [3], [13].

1.9.2 Nécessité et justification des méthodes intelligentes

Les approches classiques de prévision, comme les séries temporelles traditionnelles, la

régression linéaire ou les moyennes mobiles, ont plusieurs inconvénients:

o Difficultés a saisir les comportements complexes et non linéaires des consommateurs
contemporains.

e L'intégration simultanée des éléments économiques, climatiques et technologiques est
limitée [3].

e Faible réactivité a face aux variations inattendues et événements hors du
commun. C'est pour cette raison que les approches intelligentes, comme les réseaux
de neurones

e artificiels, sont particulierement appropriés pour la prévision a long terme [14].

Ces techniques facilitent :

e Le faconnement des liens non linéaires entre les variables de consommation et les
éléments externes [14].

e La prévision exacte de la demande a venir, méme face a des comportements
.complexes et dynamiques [13].

e L'incorporation de données passées et en direct pour constamment perfectionner la

qualité de la prévision [12].
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1.9.3 Séries temporelles et la prévision de la charge électrique

La prévision de charge electrique constitue un enjeu majeur pour la planification,
I'exploitation et la gestion optimale des réseaux électriques modernes. Avec l'intégration
croissante des sources d'énergie renouvelable et le développement des réseaux intelligents
(Smart Grids), Il'estimation précise de la demande future est devenue indispensable afin
d'assurer la stabilité du systéeme électrique et d'ameliorer I'efficacité énergétique. La charge
électrique étant enregistrée a intervalles réguliers dans le temps, elle peut étre représentee
sous la forme d'une série temporelle dont I'analyse permet d'extraire les tendances, les cycles
saisonniers et les fluctuations aléatoires [13], [14].

Les premiéres approches de prévision reposent sur les modeles statistiques issus de la
méthodologie de Box-Jenkins. Parmi ces modeles, le modele autorégressif intégré a moyenne

mobile (ARIMA) est I'un des plus utilisés pour les séries temporelles non stationnaires.

Le principe de I'ARIMA consiste a transformer la série en une série stationnaire par
différenciation, puis a modéliser les dépendances temporelles a l'aide d'une composante
autorégressive (AR) et d'une composante moyenne mobile (MA). Ce modele est généralement
noté ARIMA (p,d,q), ou p représente I'ordre autorégressif, d le degré de différenciation et q
I'ordre de la moyenne mobile. Les modeles ARIMA sont particulierement adaptés aux séries

présentant une structure linéaire et des dépendances temporelles relativement simples.

Toutefois, les données de charge électrique présentent souvent des comportements
saisonniers liés aux cycles journaliers, hebdomadaires et annuels. Pour tenir compte de ces
caractéristiques, une extension du modeéle ARIMA, appelée SARIMA (Seasonal ARIMA), est
Couramment utilisée. Ce modeéle integre des composantes saisonniéres supplémentaires
permettant de représenter explicitement les répétitions périodiques observées dans les profils
De charge. Les modeles SARIMA sont largement employés dans les prévisions a court et
moyen terme en raison de leur capacité a capturer simultanément les tendances, les effets

saisonniers et les corrélations temporelles.

Malgré leur efficacité, les modéles ARIMA et SARIMA reposent sur I'hypothese de
linéarité des données. Or, la demande électrique est influencée par de nombreux facteurs non
linéaires tels que les conditions metéorologiques, les habitudes de consommation, les
variables économiques ou encore l'intégration de la production renouvelable. Pour surmonter

cette limitation, les méthodes basées sur l'intelligence artificielle ont connu un développement
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important au cours des dernieres années [15].

Les réseaux de neurones artificiels (Artificiel Neural Networks - ANN) constituent l'une
des premieres approches d'apprentissage automatique appliquées a la prévision de charge.
Inspirés du fonctionnement du cerveau humain, les ANN sont capables dapprendre les
relations complexes entre les variables d'entrée et la charge électrique a prévoir. Leur
principal avantage réside dans leur aptitude & modéliser des phénoménes non linéaires sans
nécessiter d'hypothéses prealables sur la structure mathématique du systeme étudié. lls
permettent d'intégrer simultanément plusieurs variables explicatives telles que la température,
I'numidité, la vitesse du vent, les jours de la semaine ou encore les données historiques de
charge [16].

Récemment, les réseaux de neurones récurrents (Recurrent Neural Networks - RNN) et plus
particulierement les architectures Long Short-Term Memory (LSTM) se sont imposes
Comme des outils performants pour I'analyse des séries temporelles. Contrairement aux ANN
classiques, les LSTM possédent une mémoire interne leur permettant de conserver
I'information pertinente sur de longues périodes. Cette caractéristique est particuliérement
adaptée aux séries de charge électrique, ou les observations passées influencent fortement les
valeurs futures. Les réseaux LSTM sont capables de capturer les dépendances temporelles a
court et a long terme tout en réduisant les problémes de disparition du gradient rencontrés

dans les réseaux récurrents traditionnels [17].

Aujourd'hui, les recherches les plus récentes montrent que les approches hybrides combinant
les modeles statistiques (ARIMA, SARIMA) et les techniques d'intelligence artificielle
(ANN, LSTM) offrent souvent les meilleures performances. Ces méthodes

permettent de tirer profit des capacités d'interprétation des modeles statistiques et de la
puissance de modélisation non linéaire des réseaux de neurones. Dans le contexte des réseaux
électriques hybrides intégrant des sources photovoltaiques et éoliennes, ces approches
constituent une solution prometteuse pour améliorer la précision de la prévision de charge et

faciliter la gestion dynamique du systéme électrique sous incertitudes [18].
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1.10 Conclusion

Ce chapitre a présenté les notions fondamentales relatives aux réseaux électriques, aux
charges et a leur modélisation. Les différentes catégories de charges, leurs caractéristiques
ainsi que leur impact sur le fonctionnement du réseau ont été examineés. Les concepts liés a la
prévision de charge électrique ont également été introduits, a travers un survol des approches
statistiques et intelligentes. Ces éléments constituent la base théorique nécessaire pour le
développement et I'évaluation des modeles de prévision qui seront étudiés dans les chapitres

suivants.
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Chapitre I1 Les réseaux de neurones

1.1 Introduction

L'élaboration des réseaux électriques intelligents exige des techniques aptes a
examiner des systéemes complexes et non linéaires.
Les réseaux de neurones artificiels (ANN) constituent l'une de ces approches
performantes, grace a leur capacité d’apprentissage et d’adaptation a partir des données
historiques.
Les méthodes traditionnelles de prévision présentent certaines limites face a
I’augmentation de la variabilité de la demande énergétique.

Les réseaux de neurones permettent de modéliser des relations complexes et non
linéaires entre les variables d’entrée et la charge électrique.
Ce chapitre présente les principes fondamentaux des réseaux de neurones artificiels, en
mettant particuliérement 1’accent sur les réseaux de neurones récurrents (RNN) et
I’architecture Long Short-Term Memory (LSTM), choisie dans ce travail pour la
prévision de la charge électrique.

Gréace a leur capacité a traiter les séries temporelles et a capturer les dépendances
temporelles a long terme, les modéles LSTM représentent aujourd’hui une solution

performante dans le domaine de la prévision énergétique [24], [12].

11.2 Généralités sur les Réseaux de Neurones

11.2.1 Définition

Les réseaux de neurones artificiels (RNA), également connus sous le nom
d’Artificiel Neural Networks (ANN), sont des modeles mathématiques et informatiques
inspirés du fonctionnement du cerveau humain [19].

IIs ont pour objectif de simuler les capacités d’apprentissage et de généralisation du
systéme nerveux biologique a travers un ensemble de neurones artificiels interconnectés
[19].

Warren McCulloch et Walter Pitts ont présenté le premier modele formel de
neurone artificiel en 1943 [19]. Ce modéle considérait le neurone comme une entité
capable de recevoir plusieurs entrées pondérées, de les additionner puis d’appliquer une
fonction d’activation afin de produire une sortie.

Plus tard, Frank Rosenblatt développa le modele du perceptron en 1958, introduisant
un systéme d’apprentissage automatique basé sur 1’ajustement des poids synaptiques

[20].
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Un réseau de neurones artificiels est généralement constitue :
e d’une couche d’entrée recevant les données.
e d’une ou plusieurs couches cachées assurant les traitements intermédiaires.

e d’une couche de sortie produisant la réponse finale du modele.

Grace a leur capacité a modéliser des relations non linéaires complexes, les réseaux de
neurones sont largement utilisés dans les taches de classification, de reconnaissance de
formes et de prédiction. lls sont particulierement adaptés a la modélisation et a la
prévision des series temporelles énergétiques, notamment la prévision de la charge
électrique [12].

La figure I1.1 suivante illustre le modéle mathématique d’un neurone artificiel

Activation
function

Output
o(+) .

Summing
junction

Synaptic
weights

Figure II.1 : Modéle non linéaire d’un neurone artificiel

Source : S. Haykin [19].

11.2.2. Structure d’un réseau de neurones

L'unité fondamentale d'un réseau de neurones est le neurone artificiel. Il inclut les

éléments suivants :

e Entrées (x1,x2,...,xy) : Signaux ou informations regus par le neurone.

e Poids synaptiques (wi,ws,..,wy) : des coefficients représentant

I’importance de chaque entrée.
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e Biais (b) : permet de décaler la fonction d’activation afin d’améliorer la

flexibilité du modele.

e Somme ponderée : calcul de l'agrégat des entrées multipliées par leurs

coefficients plus un biais :

n
u= Z wix; + b (I 1)
i=1

e x;:i-eme entrée.

e w;: poids associé a I’entrée i.

e b : biais du neurone.

e Fonction d’activation (f(u)) : transforme la somme pondérée pour
introduire la non-linéarité nécessaire a I’apprentissage.

e Sortie (y) : résultat final transmis aux neurones suivants ou a la couche
de sortie [19].

y=f)=fQL,wx; +b) (I1.2)

e y :sortie du neurone.

® f(u) : fonction d’activation (ex: Sigmoide, Tanh, ReLU, Seuil).

> Fonctions d’activation
Les fonctions d’activation permettent au neurone d’apprendre des

relations non linéaires:

a) Fonction seuil (Step function)

1 siu=6
=10 <o 1.3)

e 0 :seuil du neurone.

b) Sigmoide

fw =

I1.4
1+e¥ (I1.4)
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o Valeur de sortie entre 0 et 1.

c) Tanh (tangente hyperbolique)

f(u) =tanh(u) = ©

U_ o-u

e 4 e U

o Valeur de sortie entre -1 et 1.

(IL.5)

Les fonctions d’activation Sigmoide et Tanh sont particulierement utilisées dans les

architectures LSTM pour contrdler le flux d’information a travers les cellules mémoire

[24].

La figure 1.2 représente les fonctions d'activation majeures employées dans les

neurones artificiels, y compris la fonction seuil, la sigmoide et la tangente hyperbolique (Tanh).

Elle illustre comment chaque fonction convertit la somme pondérée des entrées en une sortie

non linéaire.

Fonction Seuil

Fonction Sigmoide

Fonction Tanh

u A u A u A
f) X f@w) i f@) :
0.5 0
0 u
—-u 2] +u= -u 0 +u= -u

Figure I1.2: Courbes des fonctions d’activation (Seuil, Sigmoide, Tanh).

11.3 Architecture des Réseaux de Neurones

Les réseaux de neurones se composent de neurones artificiels reliés entre eux. On

distingue diverses architectures en fonction du nombre et de I'organisation des couches :

1.3.1 Réseau monocouche (Single-Layer Network)

Le réseau monocouche est constitué d’une seule couche de neurones de sortie

directement reliée aux entrées.

principalement aux problémes linéaires [19].

La sortie d’un neurone j est donnée par :

Ce type d’architecture est simple et adapté

22



Chapitre I1 Les réseaux de neurones

i=1

La figure I1.3 démontre la structure fondamentale d'un neurone dans un réseau a une
seule couche, en illustrant comment chaque entrée est modulée, additionnée et

transformée par la fonction d'activation afin de générer le résultat.

Figure IL1.3 : Architecture d’un réseau monocouche.
Source : S. Haykin [19]

e X;.i—eme entrée.

e Wwj; : poids de I’entrée i pour le neurone j.
e bj : biais du neurone j.

e f: fonction d’activation.

e yj: sortie du neurone j.

1.3.2 Réseau multicouche

Le perceptron multicouche (MLP) est constitué¢ d’une couche d’entrée, d’une ou
plusieurs couches cachées et d’une couche de sortie. Cette architecture permet de
résoudre des problémes complexes et non linéaires [20], [21]. La sortie d’un neurone

j dans une couche cachée est donnée par :

n

yh=f( ) whxi=t+ b} 1.7)

° xl-l

~1 : sortie du neurone i de la couche précédente (I — 1).

. ngi : poids de I’entrée i vers le neurone j dans la couche .

. b} : biais du neurone j de la couche L.
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e f :fonction d’activation.

. y} : sortie du neurone j de la couche L.

La figureIl.4 illustre I’architecture générale d’un perceptron multicouche (MLP),

composée d’une couche d’entrée, de couches cachées et d’une couche de sortie.

Entrée Cachée Sortie
1) Wi 2
,\’1 Xl
>
Ye
(1) 2)
X'Il er 7 X'Tl

Figure I1.4 : Architecture d’un perceptron multicouche.

multicouche (MLP)

1.3.3 Réseaux de neurones récurrents (RNN)

Les réseaux de neurones récurrents (RNN) sont une extension des réseaux de

neurones classiques, congus pour le traitement des données séquentielles [23].

Contrairement aux réseaux MLP, les RNN possédent une mémoire interne leur

permettant de prendre en compte les informations précédentes dans une séquence

temporelle. Cette propriété les rend particuliérement adaptés a la modélisation des séries

temporelles telles que la prévision de la charge électrique [23].

Le fonctionnement d’un RNN repose sur la dépendance de 1’état actuel a I’entrée

courante ainsi qu’a I’état précédent :
he = f(Wexe + Wyhey +b) (I1.8)
ou :

e Xx; :entrée a ’instant ¢.

e h;: état cache courant.
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h:_,: état caché précédent.

W, ,W,,: matrices de poids .
b : biais.

f : fonction d’activation.

Cependant, les RNN classiques présentent des difficultés dans I’apprentissage des dépendances
a long terme a cause du probléme de disparition du gradient (Vanishing Gradient Problem)
[23].

1.3.4 Réseaux LSTM (Long Short-Term Memory)

Les réseaux LSTM constituent une version avancée des réseaux récurrents RNN. Ils
ont été développés afin de résoudre les limitations des RNN classiques dans le
traitement des longues séquences temporelles [24].L’architecture LSTM repose sur une
cellule mémoire capable de conserver les informations importantes pendant de longues

périodes grace a un systéme de portes (gates) [24].

Une cellule LSTM comporte principalement une porte d’oubli, une porte d’entrée et

une porte de sortie, dont le fonctionnement mathématique est défini comme suit :

= une porte d’oubli (Forget Gate) :
fe = o(Ws - [he—q, x¢] + by) (11.9)
e une porte d’entrée (Input Gate) :
i, = o(W; - [he_y, x.] + b;) (11 10)
= Contenu candidat de la mémoire (Candidate Memory) :
C; = tanh(W, - [hy_q, x¢] + b.) (11.11)
= Mise a jour de I'état de la cellule (Update Cell State) :

Ct = ft - Ct—l + it - C_'t (II 12)
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ou:

une porte de sortie (Output Gate) :
or = oWy - [he—q, xc] + by)
Etat caché courant (Hidden State) :

ht = Ot ) tanh(Ct)

X;: entrée a I’instant ¢ .

h;_,: état caché précédent.

C;_1: état de cellule précédent.

f+: porte d’oubli (Forget Gate).

i;: porte d’entrée (Input Gate).

o; : porte de sortie (Output Gate).
C,: contenu candidat de la mémoire.
We, Wi, W, Wy matrices de poids.
bg, b;, be, b, - biais.

o: fonction sigmoide.

tanh : fonction tangente hyperbolique.

(1. 13)

(I1.14)

Ces meécanismes permettent de contrdler le flux des informations au sein de la cellule

mémoire et d’améliorer la capacité du réseau a apprendre les dépendances temporelles

complexes a long terme [24], [25].

Les modeles LSTM sont aujourd’hui largement utilisés dans la prévision de la

charge électrique gréce a leur efficacité dans le traitement des séries temporelles
énergetiques [12], [24].

Dans ce travail, un modéle LSTM est utilisé pour la prévision de la charge

électrique.

26



Chapitre I1 Les réseaux de neurones

1
Cell state - Cell state

L

Cr i C
L]
'
'
'
L]
'
'
L]
L]
'

Hidden state . Hidden state
h,_ H
t=1 : h,

Input 1

i)
X

X, :Input vector at time ¢

[Z] Sigmoid activation @ Element-wise hy : Hidden state at time ¢
o(z) = e multiplication C, :Cellstateat time ¢
te fe :Forget gate
@ Hyperbolic tangent @ Element-wise /s It gate
n‘nh(z) addition 0, : Ourput gate

€, :Candidate cell state

Figure 11.5 : Architecture simplifiée d’une cellule LSTM.

11.4 Processes d’Apprentissage (Learning Process)

11.4.1 Apprentissage supervisé

Le modele LSTM recoit une séquence d’entrées X ainsi que les sorties attendues Y.
L’objectif est d’ajuster les poids et les biais afin de minimiser 1’écart entre les valeurs

prédites et les valeurs réelles [29].
11.4.2 Forward Propagation dans le LSTM

Les données séquentielles traversent les cellules LSTM étape par étape , Chaque
cellule traite I’information a I’aide de mécanismes appelés portes gates (porte d’oubli,
porte d’entrée et porte de sortie). Le modele conserve les informations importantes

grace a I’état de cellule Cet 1’état caché h[24].
11.4.3 Iterations / Epochs

L’entrainement du mod¢le s’effectue sur plusieurs époques (epochs) jusqu’a la

convergence. L'augmentation du nombre d*époques permet au modéle de mieux ajuster
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ses poids pour réduire l'erreur. Cependant, un nombre trop élevé d'époques peut
conduire au phénomeéne de surapprentissage (Overfitting), ou le modéle mémorise les
données d'entrainement mais perd sa capacité a généraliser sur de nouvelles données.
Pour éviter cela, les données sont souvent traitées par sous-ensembles appelés « batchs »
[29].

11.5 Algorithme de Retropropagation

Pour les réseaux LSTM, I’apprentissage repose sur 1’algorithme de rétropropagation
a travers le temps (Backpropagation Through Time — BPTT) [26].
Cette méthode permet d’ajuster les poids et les biais afin de réduire 1’écart entre la sortie

prédite y et la sortie réelle y.

=  Fonction codt :

La fonction de colt mesure la différence entre les valeurs prédites et les valeurs
réelles.

L’Erreur Quadratique Moyenne (MSE) est généralement utilisée :

N
1 )
MSE =+ > O = 9’ (IL 15)
k=1

ou:

e N :nombre d’exemples.
e Yy sortie réelle pour ’exemple k.

e ¥ :sortie prédite pour I’exemple k.

Cette fonction permet d’évaluer I’erreur globale du mod¢le et guide 1’ajustement des

parametres du réseau [19], [22].

= Descente du gradient

La minimisation de la fonction de co(t est realisée par la méthode de descente du
gradient. Les paramétres du réseau sont mis a jour dans la direction opposée au gradient

de ’erreur :
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e _ @ 0C

ou:

e m: taux d’apprentissage.

ac

— dérivée de la fonction codt par rapport au poids wij [22].
ij

= Backpropagation Through Time (BPTT)

Apreés le calcul de la sortie, I’erreur est rétropropagée a travers le temps afin d’ajuster

les poids et les biais du réseau. Cette méthode permet au modele LSTM d’apprendre les

dépendances temporelles présentes dans les séries chronologiques [26].

= Mise a jour des poids

A chaque époque, les paramétres du réseau sont ajustés selon les étapes suivantes :

Propagation des séquences d’entrée a travers les cellules LSTM.
Calcul de I’erreur entre les valeurs réelles et prédites.

Rétropropagation de I’erreur a travers le temps (BPTT).

A w0 np e

Mise a jour des poids et biais par descente du gradient [22], [26].

La figure II.6 illustre le mécanisme général d’apprentissage d’un réseau
LSTM, incluant la propagation en avant (Forward Propagation) des données

séquentielles et la rétropropagation de I’erreur a travers le temps (BPTT) pour

I’ajustement des parameétres du modele.
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Figure 11.6: Mécanisme de rétropropagation a travers le temps (BPTT).

11.6 Optimiseur Adam (Adaptive Moment Estimation)

Bien que la descente de gradient classique soit la base de I'apprentissage, les
modeles de deep learning comme le LSTM utilisent souvent I'optimiseur Adam. Cet
algorithme combine les avantages de deux autres extensions en calculant des taux
d'apprentissage adaptatifs pour chaque paramétre. Dans la prévision de la charge
électrique, Adam permet une convergence plus rapide et une meilleure stabilité face aux

fluctuations des données énergeétiques [27].

11.6.1 Modélisation des séries temporelles par les réseaux de neurones
L'application des réseaux de neurones a la prévision de charge nécessite une

préparation spécifique des données temporelles avant la phase d'apprentissage.
11.6.1.1 La méthode de la fenétre glissante (Sliding Window)

Les modéles de Machine Learning nécessitent des données sous forme d'entrées
(X) et de sorties (Y). La méthode de la fenétre glissante est une technique qui permet de
transformer une série temporelle continue en un probleme d'apprentissage supervisé.
Une "fenétre” d'une taille fixe (représentant les pas de temps passés) glisse le long de la

série pour prédire la valeur du pas de temps suivant [28].
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11.6.1.2 Normalisation des données

Les réseaux de neurones, particulierement ceux utilisant les fonctions d'activation
Sigmoide et Tanh comme les LSTM, sont trés sensibles a I'échelle des données en
entrée. Pour optimiser l'apprentissage et éviter la saturation des neurones, il est
indispensable de transformer les valeurs de la charge électrique (souvent tres élevées) en
une plage réduite, généralement [0, 1] grace a des techniqgues comme le
MinMaxScaler. Cette étape de normalisation assure une mise a jour équilibrée des

poids synaptiques lors de la rétropropagation et stabilise les calculs mathématiques [29].

11.6.1.3 Séparation des ensembles de données (Train / Test Split)

Pour évaluer la capacité d'un réseau de neurones a généraliser sur des données

inconnues, le jeu de données global est divisé en deux sous-ensembles principaux :

« Ensemble d'entrainement (Training set) : Constitue la majeure partie des
données, utilisé par I'algorithme pour apprendre les motifs et ajuster ses poids
synaptiques.

o Ensemble de test (Testing set) : Utilisé uniquement a la fin pour tester la
précision des prévisions du modele sur des données qu'il n'a jamais vues durant

la phase d'apprentissage [29].

11.7 Performances et Critéres D’Evaluation
Pour évaluer la précision du modéle LSTM lors de la prévision de la charge
électrique, il est essentiel d'utiliser des métriques statistiques permettant de quantifier

I'erreur de prédiction [29].
11.7.1 Métriques d’évaluation

¢ MAE (Mean Absolute Error) : Elle mesure la moyenne des écarts absolus
entre les valeurs réelles et les prédictions. Elle donne une idée globale de

I'ampleur de I'erreur sans privilégier les grandes erreurs.

N
1
MAE = = |y = 9l (1.17)
k=1
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e MSE (Mean Squared Error) : Elle calcule la moyenne des carrés des erreurs.

Cette métrique est plus sensible aux erreurs importantes (valeurs aberrantes).
N
1 5 )2
MSE = NZ(YR — Vi)
k=1

e« RMSE (Root Mean Squared Error) : C'est la racine carrée de la MSE. Elle a
I'avantage d'étre exprimee dans la méme unité que la charge électrique (ex: kW),

ce qui facilite l'interprétation.

N
1
RMSE = Nz(y" — V1)? (1. 18)
k=1

11.7.2 Avantages et limites du modele LSTM
Avantages :

e Aptitude exceptionnelle a modéliser des relations complexes et non
linéaires spécifiques aux séries temporelles énergétiques.

e Capacité a mémoriser des dépendances a long terme grace a I'état de
cellule (Cell State), ce qui est crucial pour capturer les cycles saisonniers de
consommation [12], [24]

Limites :

e Risque de surapprentissage (overfitting) si le modéle est trop complexe par
rapport a la taille des données historiques.
e Nécessité d'importants volumes de données et de ressources de calcul pour

un apprentissage performant [29].
11.8 Lien avec la Modélisation de la Charge Electrique

En raison de leur aptitude a gérer des relations complexes entre divers facteurs

(données passées, conditions météorologiques, calendrier), les réseaux LSTM se
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révélent particulierement efficaces pour anticiper la demande en électricité [12].

e Pourquoi faire appel aux réseaux de neurones (LSTM) ? Ces méthodes

permettent de saisir les non-linéarités et d'incorporer simultanément plusieurs

variables exogénes (température, humidité, type de jour) [12].

o Impact d’une prédiction précise : L'anticipation exacte de la demande permet:

o l'optimisation de la production et de la distribution d'électricite.

o la diminution des pertes d'énergie inutiles.

o I'amélioration de la planification et de la stabilité du réseau [30].

Tableau I1.1 : Comparaison entre les architectures de réseaux de neurones.

Critére MLP RNN LSTM
Nature des Données Données Données séquentielles a
données traitées statiques séquentielles dépendances complexes
Capacité de Absente Mémoire a court | Mémoire a court et a long
meémoire terme terme
Gestion du Généralement Sensible a la Réduit efficacement le
gradient stable disparition du probléme de disparition
gradient du gradient grace aux
mécanismes de portes
Domaine Classification et Prévision de Prévision de séries
d’application régression séries temporelles complexes,
temporelles notamment la charge
simples électrique
Performance sur Faible Modérée Elevée

les dépendances
temporelles
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1.9 Conclusion

Ce chapitre a présenté les bases théoriques des réseaux de neurones artificiels ainsi

que les principales architectures utilisées dans la modelisation des séries temporelles.

Une attention particuliére a été accordée aux réseaux de neurones recurrents (RNN)
et plus précisément a 1’architecture LSTM, choisie dans ce travail pour sa capacité
unique a mémoriser les dépendances temporelles a long terme et a surmonter les
limitations des réseaux classiques. Grace a leurs performances exceptionnelles dans le
traitement des données séquentielles, les réseaux LSTM constituent aujourd’hui une
solution de référence pour la prévision de la charge électrique au sein des réseaux
énergétiques intelligents [12], [24], [30].

Ces fondements théoriques serviront de base au chapitre suivant, qui sera consacré a
la mise en ceuvre pratique et a l'expérimentation du modéle LSTM appliqué a nos

données de consommation électrique.
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I11.1 Introduction

L'estimation de la charge électrique constitue un élément essentiel dans la gestion et
I’exploitation des réseaux de distribution électrique. Une prévision fiable de la demande
permet non seulement d’optimiser la production d’énergie, mais aussi d’assurer la
stabilité du réseau et de planifier efficacement les infrastructures.

Avec le développement de I’intelligence artificielle, les réseaux de neurones
artificiels, notamment le modele LSTM (Long Short-Term Memory), sont devenus des
outils performants pour la modélisation des séries temporelles complexes [24]. Grace a
leur capacité a capturer les relations non lineaires et les dépendances temporelles, ils
offrent des résultats pertinents dans le domaine de la prévision énergétique [12].

Ce chapitre est consacré a la mise en ceuvre pratique de notre étude appliquée au
réseau de distribution électrique de la région de Guerrara, relevant de la Direction de
Distribution de Ghardaia (Sonelgaz). Nous y présentons les différentes étapes de
préparation des données, la conception du modele LSTM sous Python, ainsi que
I’analyse des résultats obtenus a partir des données historiques fournies par la Sonelgaz

(Direction de Distribution de Ghardaia).

1.2 Environnement de Simulation et Données

Dans cette partie, nous utilisons une méthode basée sur les réseaux de neurones
artificiels (ANN), notamment le modéle LSTM (Long Short-Term Memory), pour
anticiper la progression de la charge électrique a long terme [24].

111.2.1 Les outils utilisés (python)

Le choix de Python pour nos simulations n'est pas fortuit. C'est un langage trés

puissant, capable de transformer des données brutes en informations exploitables.
Au-dela du secteur énergétique, Python s'est imposé dans plusieurs domaines :

o En Intelligence Artificielle: 1l permet aux voitures autonomes de "voir" et de
détecter des obstacles en temps réel.

e« En Médecine : Il assiste les médecins dans le diagnostic prédictif, comme
I'analyse préventive des complications chez les patients diabétiques.

e« En Finance : Il est le moteur derriere les algorithmes de la bourse (Stock

Market) pour anticiper les fluctuations économiques.
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« En Robotique : Il sert & programmer l'interaction des robots avec leur
environnement physique.
« En Génie Electrique : c'est I'outil par excellence pour I'analyse de stabilité et le

calcul des écoulements de puissance (Load Flow).

Finalement, I’utilisation de Python permet de bénéficier de bibliotheques puissantes
telles que ( Keras, TensorFlow et NumPy) [32], qui facilitent la mise en ceuvre du

modeéle LSTM avec une bonne précision.
111.2.2 Plateforme de simulation Google Colab

Pour l'exécution de nos sceénarios, nous avons utilisé Google Colab, un

environnement de développement en ligne. Ce choix est justifié par :

e les ressources de calcul : Acces gratuit aux processeurs graphiques (GPU),
essentiels pour accélérer I'entrainement des réseaux de neurones profonds
comme le LSTM.

o la flexibilité : Une gestion simplifiée de I’installation et de 1’utilisation des
bibliothéques (Keras, TensorFlow) ainsi qu’une intégration avec Google Drive
pour la sauvegarde des fichiers.

e |'accessibilité : La possibilité de travailler sur le projet depuis n'importe quel
ordinateur sans installation locale lourde [33].

111.2.3 Bibliotheques employées

Pour I'élaboration de notre modéle, nous avons mobilisé les bibliothéques

suivantes :

1. Pandas:
o Définition : Une bibliothéque open-source offrant des structures de
données performantes pour I'analyse et la manipulation de données [34].
o ROle : Elle sert a charger les données historiques de la SONELGAZ et a
les organiser sous forme de tableaux (Data Frames).
2. NumPy :
o Définition : C'est la bibliotheque fondamentale pour le calcul et la

gestion des tableaux multidimensionnels en Python [35].
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o ROle : Elle permet de transformer les données de charge en matrices.
3. Matplotlib :

o Définition : Une bibliotheque spécialisée dans la création de graphiques
et de visualisations de données en 2D [36].

o Role : Elle nous a permis de générer les représentations graphiques,
telles que les courbes de charge réelles et les résultats de prévision.

4. Scikit-Learn (Sklearn) :

o Définition : Une bibliotheque robuste pour I'apprentissage automatique
(Machine Learning) et le prétraitement des données [37].

o Role : Elle a été utilisée pour la normalisation des données via I'outil
MinMaxScaler.

5. TensorFlow / Keras :

o Définition : TensorFlow est une plateforme de deep Learning
développée par Google, et Keras est son interface simplifiée pour
construire des réseaux de neurones.

o ROole : Elles constituent le cceur du projet, utilisées pour définir

I'architecture du modéle LSTM et gérer son entrainement [29]
111.3 Présentation du Poste Electrique de Guerrara

Le poste électrique de Guerrara est un poste de transformation 60/30 kV situé dans la
wilaya de Ghardaia. Il joue un rdle essentiel dans 1’alimentation en énergie €lectrique de
la région [31].

Il assure la transformation de la haute tension vers la moyenne tension pour la

distribution locale.
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Localisation

N

NB POSTES HTA/BT : 500 |
RESEAU HTA: 490 km
RESEAU BT: 421 km

Figure 111.1 : Localisation géographique du poste 60/30 kV de Guerrara (Ghardaia).
Source : SONELGAZ — Direction de Distribution de Ghardaia [46].
La figure 111.1 ci-dessous représente la localisation du poste électrique 60/30 kV de
Guerrara a I’aide de (Google Earth). Le poste est situé dans la région de Guerrara, au
nord-est de la wilaya de Ghardaia, dans une zone désertiqgue a proximité des axes
routiers principaux. Cette position stratégique permet d’assurer 1’alimentation électrique

des zones urbaines et rurales environnantes.
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111.3.1 Schéma unifilaire du réseau étudié

|

A~ N
(&) TRANSFORMATEUR N2 (A) TRANSFORMATEUR N1
(X) 40,0 MVA (X) 400 MvA
BARRE_30TR1
BARRE 30TR2
BATTERIE CONDENSATEU BATTERIE CONDENSATEU
ARRIVEE TR2 ARRIVEEE TR1
0O @)
Q I
J
HICT 1 H1 H12 = e i i i
TDEPART 1TDEPARTZ DEPART 3 | DEPART4 | DEPART sj] DERART TDEPART 7| DEPART 8 | DEPART :{DEPARH DEPART [DEPART 12
) ) (

) ) J
H1C2 H1C3 H1C4 H1C5 XL H1C6 j— H1C7 -\ﬁ H1C11 EI'-H1C12 H1C13 j-H1C14 i H1C15 H1C16 i

SCHEMA UNIFILAIRE POSTE 60_30 KV GUERRARA

Figure 111.2 : Schéma unifilaire du poste 60/30 kV de Guerrara.
(Source : SONELGAZ — Direction de Distribution de Ghardaia [46])

» Analyse du schéma unifilaire

Le schéma unifilaire du poste 60/30 kV de Guerrara met en évidence les principaux

composants et I’organisation du réseau électrique au sein du poste.
Le poste comporte :

o deux niveaux de tension : 60 kV (haute tension) et 30 kV (moyenne tension)

o deux transformateurs de puissance (TR1 et TR2)

o deux jeux de barres (Barre TR1 et Barre TR2)

o douze départs moyens tension (Départ 1 a Départ 12)

e plusieurs neeuds (H1, H2, ...) représentant les points de connexion dans le
réseau

o des batteries de condensateurs utilisées pour la compensation de I’énergie

réactive

Cette configuration permet d’assurer une bonne répartition de la charge entre les
transformateurs, ainsi qu’une continuité de service en cas de défaut ou de maintenance

sur I’'un des équipements.
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111.4 Présentation et Analyse des données

Les données utilisées dans cette étude ont été fournies par la Sonelgaz (Direction de
Distribution de Ghardaia). Le jeu de données comprend trois grandeurs électriques

fondamentales :

e P :Puissance active (MW).
e Q : Puissance réactive (MVA).

e S :Puissance apparente (MVA).
I11.4.1 Sélection de la variable de prédiction

Dans le cadre de cette étude, nous avons choisi d’utiliser exclusivement la puissance
apparente S comme variable cible pour la modélisation.

Ce choix repose sur plusieurs considérations essentielles :

« Vision globale : la puissance apparente représente la charge totale transitant par
le réseau, en intégrant a la fois les composantes active et réactive [38].

o Dimensionnement du réseau : elle constitue la grandeur de référence utilisée
pour le dimensionnement des transformateurs et des lignes électriques. Ainsi, la
prévision de son évolution est essentielle pour la planification et le
développement futur du réseau.

e Optimisation et performance : I’anticipation de la puissance apparente permet
non seulement de planifier I’extension du réseau, mais aussi d’optimiser son
exploitation. Une gestion proactive de cette grandeur contribue a la réduction des
pertes Joule et a I’amélioration du facteur de puissance (cos @), garantissant ainsi

une meilleure qualité de service.

Il est capital de différencier entre les puissances pour comprendre les enjeux de la

prédiction :

e La puissance installée (MVA) : elle correspond a la capacité nominale
maximale des transformateurs installés [38]. C'est une limite physique fixe.
e La puissance apparente (S) : C'est la charge réelle demandée par les abonnés,

qui varie dans le temps.
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L'intérét de notre modeéle de prévision par le réseau LSTM est de surveiller le
rapprochement de S vers la puissance installée afin d'anticiper tout risque de saturation

ou de surcharge du réseau.

Les données brutes collectées auprés de la sonelgaz sont présentés dans un tableau
illustré dans I’annexe. Il contient I'ensemble des grandeurs électriques (P, Q,S) ainsi

que les puissances installées des transformateurs du poste de Guerrara.

I11.5 Prétraitement et Lectures des Données

C’est une étape importante pour transformer les données brutes en un format

exploitable par 1’algorithme d’apprentissage. Le processus suit les étapes suivantes:

Les données historiques de la charge électrique sont extraites a partir d’un fichier
Excel fourni par la Sonelgaz (Direction de Distribution de Ghardaia — Guerrara). Ce

fichier contient les enregistrements annuels nécessaires a 1’étude.

L’importation des données est réalisée dans 1’environnement Google Colab a ’aide
de la bibliotheque Pandas, en utilisant la fonction read_excel, qui permet de lire le
fichier et de le convertir en une structure de type DataFrame. Cette structure tabulaire
facilite 1’organisation des données en lignes et colonnes, ainsi que leur manipulation
ultérieure [34]. Une phase d’exploration initiale est ensuite effectuée afin de
comprendre la nature du jeu de données. Cette étape comprend 1’affichage des
premiceres lignes, 1’identification des variables disponibles, ainsi que la vérification des

types de données.

Par la suite, une Vvérification approfondie est réalisée pour garantir la qualité des
données. Cela inclut la détection des valeurs manquantes, 1’identification d’éventuelles
incohérences ou valeurs aberrantes, ainsi que le controle de 1’ordre chronologique des
observations. Ces opérations sont essentielles pour assurer la fiabilité des étapes

suivantes du traitement et de la modélisation.

Le jeu de données initial étant complexe (contenant P,Q,les puissances des

transformateurs TR1, TR2, etc.), un prétraitement rigoureux a été appliqué pour :
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o Le traitement des données : Identifier et traiter les valeurs manquantes ou
aberrantes afin d'éviter de fausser I'apprentissage.

e L’Extraction : Isoler uniquement la variable « § » (Puissance Apparente),
définie précédemment comme notre variable cible.

o La Mise en forme : Convertir les données en une série temporelle continue et

ordonnée [31].

Le Tableau (111.1) suivant illustre la série temporelle de la puissance apparente (S)

obtenue aprés I'étape de nettoyage et d'extraction.

Tableau I11.1 : Données préparées pour I’apprentissage du modéle ANN.

Année Charge Année Charge
2009 10.022 2018 30.021
2010 13.186 2019 30.937
2011 16.097 2020 32.625
2012 20.068 2021 35.027
2013 23.909 2022 39.589
2014 25.476 2023 45.328
2015 26.920 2024 45.179
2016 27.468 2025 45.378
2017 28.988 — —

111.5.1 Normalisation des données (MinMaxScaler)

Avant de procéder a I'entrainement du réseau de neurones, les données ont subi une
étape de normalisation. Nous avons utilisé la technique MinMaxScaler pour ramener

les valeurs de la puissance apparente (S) dans un intervalle compris entre 0 et 1 [37].

La transformation est calculée selon la formule mathématique suivante :

X—Xmi
Xnorm = ot (11.1)

Xmax —Xmin
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ou:

e X norm : Lavaleur normalisée.
e X :Lavaleur réelle de la puissance apparente.
e X min et X max : Respectivement les valeurs minimale et maximale de la série

temporelle.
Cette procédure est fondamentale pour deux raisons :

o Accélération de la convergence : elle facilite ’apprentissage du modéle en
mettant les données sur une méme échelle, ce qui permet d’améliorer la rapidité
de convergence.

o Preécision : Elle améliore la stabilitté numérique et la précision globale des
prédictions en évitant que certaines valeurs élevées n’influencent excessivement

le processus d’apprentissage.
111.5.2 Apprentissage du modele LSTM

Afin de permettre au modeéle LSTM de capturer les dépendances temporelles, les
données doivent étre organisées sous forme de séquences chronologiques. Dans ce
cadre, les données ont été préparées en définissant des matrices d’entrée (X) et de sortie

(Y) selon le principe de la fenétre glissante (Sliding Window) [28].

Les entrées X correspondent a des séquences composées des valeurs de la puissance
apparente sur les 15 années précédentes, tandis que les sorties Y représentent la valeur

cible, a savoir la puissance apparente de I’année suivante.

Dans cette étude, la taille de la fenétre a été fixée a 15 observations, ce qui signifie
que chaque prediction est fondee sur les données des quinze années précédentes. Ce
choix permet au modéle de mieux capturer les tendances a long terme de la charge

électrique au niveau de Guerrara.
111.6 Architecture et Configuration du Modele LSTM Adopteé
Pour la phase de modélisation, nous avons implémenté une architecture basee sur les

réseaux LSTM (Long Short-Term Memory). Ce choix est justifié par I'aptitude de ce
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type de réseau a capturer les tendances cycliques et les dépendances temporelles

complexes au sein des séries chronologiques de la charge électrique [24].

La Figure 111.1 illustre la structure détaillée du modele :

Données d’entrée

Extraites d'une base »~ . S ;
de données de 15 ans g Premiere couche AN D) Entrée _
(Window sise =5 ,' LSTM \‘ () LsT™ (Traitement)
ans) i 1 @ sortie
f b : : —> Propagation temporelle
Charge t-5 - : <-- Rétropropagation de ’erreur
I
Charne t-4 1
-
Charae t-2 : \L Couche de sortie
. Output Layer
: Deuxiéme couche LSTM (Output Layer) S .
Charge t-2 its = ( _
g : Units = 30 ! Prédiction i
inale
Charge t-1 i L o ,:
T N |/
. 1 Fonction (Charge t)
Couche d’entrée : = = I Dractivation:  Charge pour
(Input Layer) I : Linéaire I’:;l{l/éAet
Charge MVA de " : (MVA)
I’année précédente ! .. . . J
P ‘\ Activation par défaut : Tanh /Sigmoid ,’
N Traitement Séquentiel avec Mémoire R4
\N- _______________________ _”

Figure 111.3 : Architecture du modele LSTM simplifié pour Guerrara.

Ce schéma illustre les différentes étapes du processus de modélisation, depuis la
collecte des données jusqu’a la prévision finale. Afin d’améliorer la précision des
prédictions, une fenétre temporelle (look-back) de 15 années a été adoptée. Ce choix
permet au modele de mieux capturer les tendances de fond de la charge électrique au

niveau de Guerrara, assurant ainsi des prévisions cohérentes jusqu’a I’horizon 2040.
111.6.1. Description détaillée de la structure

L’architecture du modele, illustrée dans la figure 111.1, est composée de deux

couches principales :

e Couche LSTM (LSTM Layer) : elle constitue le coeur du modele. Cette couche
est composée de 30 unités (cellules de mémoire) [24], permettant de traiter les
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séquences temporelles et de capturer les dépendances a long terme présentes
dans les données de la puissance apparente. Elle recoit en entrée des séquences

correspondant aux 15 années précedentes.

e Couche de sortie (Dense Layer) : cette couche entierement connectée applique
une transformation linéaire a la sortie de la couche LSTM afin de produire une
valeur unique. Cette valeur correspond a la puissance apparente predite pour

I’année suivante (t+1).

111.6.2. Parametres du modéle
Afin d’assurer un apprentissage efficace du mod¢le, les parametres suivants

ont été définis :

e Fonction de perte (Loss Function) :
La fonction MSE (Mean Squared Error) a été utilisée pour mesurer 1’écart entre
les valeurs réelles et les valeurs prédites [29].

e Optimiseur:
L’algorithme Adam a été utilisé pour I’optimisation des poids du réseau, en

raison de sa capacité a assurer une convergence rapide et stable [27].
111.7 Implémentation de I’Algorithmique par Python

Apreés avoir défini I’architecture du modele LSTM, il convient de procéder a son
implémentation. Cette étape consiste a traduire les concepts mathématiques et

structurels en un programme informatique capable de traiter les données réelles.

L’implémentation a été réalisée dans 1’environnement Google Colab [33], en utilisant
le langage Python. Ce choix est justifié par la disponibilité de bibliothéques puissantes
et spécialisées dans 1’apprentissage profond (Deep Learning), telles que TensorFlow,
Keras et Pandas [34], [39]. Le code suit une logique séquentielle que nous détaillons

dans les sections suivantes.

Le processus commence par la configuration de I'environnement de travail sous
Google Colab et I'établissement d'une connexion avec Google Drive pour accéder aux

données sources [33].
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Le script suivant illustre I'importation des bibliotheques nécessaires et la lecture du
fichier Excel contenant les historiques de la charge électrique de la région de Guerrara :

import pandas as pd
import numpy as np

import matplotlib.pyplot as plt

from sklearn.preprocessing import MirMaxScaler

from tensorflow.keras.models import Sequential

from tensorflow.keras.layers import LSTM, Dense, Dropout
from google.colab import drive

# Connexion au Google Drive
drive.mount (' /content/drive’)

# Chargement du fichier Excel
file_path = '/content/drive/MyDrive/charge_guerrara.xlsx.xlsx"
df = pd.read_excel(file_path)

print(df.head())

Drive already mounted at /content/drive; to attempt to forcibly remount, call drive.mount("/content/drive", force_remount=True).
Year Charge
2603 10.022
2010 13.186
2011 16.097
2012 20.068
2613 23.909

BPWN RO

Ce premier bloc de code assure la mise en place de I’environnement logiciel
nécessaire a notre étude. Il consiste notamment a importer les bibliothéques
indispensables, a savoir Pandas pour la manipulation des données [34], NumPy pour les
calculs numériques [35], ainsi que TensorFlow et Keras pour la conception du modele
LSTM [39].

Ensuite, une connexion sécurisée avec le stockage Cloud est établie via I'instruction
drive.mount(), permettant d'accéder directement au fichier Excel hébergé a Google Drive.
Enfin, I'affichage des premiéeres lignes du jeu de données avec df.head() nous permet de
valider la structure du tableau (colonnes Années et Charges) et de Vérifier l'intégrité

des informations avant d'entamer les phases de prétraitement numérique.

Une fois les données chargées, il est indispensable de passer par un traitement afin
de rendre les valeurs compatibles avec les exigences du modele LSTM.

# Sélection de la colonne de charge
donnees_brutes = df['Charge’].values.reshape(-1, 1)

# Normalisation entre ® et 1

scaler = MinMaxScaler(feature range=(8, 1))
donnees_normalisees = scaler.fit_transform(donnees_brutes)

Ce bloc de code réalise une transformation a la fois structurelle et numérique des
données. L’utilisation de reshape (-1, 1) permet de convertir les valeurs de la variable «

Charge » en un vecteur colonne, afin de les adapter au format attendu par les fonctions
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de la bibliotheque Scikit - Learn. Ensuite, nous appliquons la classe MinMaxScaler de
Scikit-Learn pour normaliser les données entre 0 et 1 [37]. Cette étape est essentielle,
car elle ameliore la stabilité numerique et facilite la convergence du réseau de neurones

lors de I’apprentissage.

111.7.1 Apprentissage et test par division aléatoire (60/40)

Cette etape est fondamentale pour I'apprentissage supervisé du modele LSTM. Elle
consiste a transformer la série temporelle en un ensemble de séquences d'apprentissage

et a diviser les données pour I'entrainement et le test.

from sklearn.model_selection import train_test_split

# Définition de la taille de la fen&tre (Look-back)

window size = 5

# Création des séquences X (Input) et y (Output)

x_seq, y_seq = [1, []

for 1 in range{len(donnees_normalisees) - window_size}:
X_seq.append{donnees_normalisees[i:i + window_size, ©])

y_seq.append(donnees_normalisees[i + window_size, @8]}

X_seq, y_seq = np.array(X_seq), np.array(y_seq)
X_seq = np.reshape(X_seq, (X _seq.shape[@], X_seq.shape[1], 1})

# DIVISION ALEATOIRE (C'est la partie demandée par 1'encadreur)
# On mélange les données (shuffle=True) pour tester le modéle sur des années dispersées
X_train, X _test, y_train, y_test = train_test_split(X_seq, y _seq, test_size=8.48, random_state=42, shuffle=True)

print(f"Entrainement : {len(X_train)} échantillons (&8%)")
print(f"Test Aléatoire : {len{X_test)} é&chantillons (40%)")

Entrainement : 7 échantillons (66%)
Test Aléatoire : 5 échantillons (48%)

Dans ce bloc, nous fixons la taille de la fenétre (Window Size) a 5 ans [28]. Ce
choix stratégique nous permet d'extraire un nombre suffisant d'échantillons a partir de

notre historique de 15 ans.
Ensuite, nous utilisons la fonction train_test_split pour diviser les données :

e Ensemble d'entrainement (60% soit 7 échantillons) : utilise pour
I'apprentissage des tendances.
e Ensemble de test (40% soit 5 échantillons) : utilisé pour évaluer la précision

du modéle.

L’activation de « shuffle=True » permet une réorganisation aléatoire des échantillons
avant la séparation. Cette opération vise a éviter tout biais li¢ a ’ordre initial des

données et a améliorer la capacité de généralisation du modele.
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111.7.2 Architecture du modele et traitement des données

Une fois les données préparées, nous procédons a la construction de l'architecture
du réseau de neurones. Nous avons opté pour une structure capable de capturer les

dépendances temporelles complexes de la charge électrique du réseau étudie.

v oo

# 1. On réduit la fendtre 3 5 ans pour avoir plus d"échantillons
window_size = 5

X _final, y final = [], []

for i in range(len(donnees_normalisees) - window_size):
X_final.append{donnees_normalisees[i:(i + window_size), 8])
y_final.append(dennees_normalisees[i + window size, @])

X_final, y_final = np.array(X_final), np.array(y_final)
X_final = X_final.reshape(X_final.shape[8], X_final.shape[1], 1)

& 2. Division Aléatoire
X_train, X test, y_train, y_test = train_test_split(X final, y_final, test_size=p.4, random state=t2, shuffle=True)

# 3. Architecture (Mise 3 jour de 1'input_shape)

nodel = Sequential()

nodel.add(LSTH(38, return_sequences=True, input_shape=(window size, 1)}) # Utilise 1a nouvelle window size
wodel. 2dd(Dropout (8.2))

nodel. add(LSTH(38))

nodel.add(Dropout (8.2))

nodel.add(Dense(1))

& 4. Entrainement
nodel.conpi le(optimizer="adan’, loss='mse’)
model.fit(X_train, y train, epochs=88, batch_size=1, verbose=1)

Epoch 1788
Jusr/local/1ib/python3.12/dist-packages/keras/src/layers/ran/ron.py:199: Userklarning: Do not pass an “input shape™/input dim’ argument to a layer. When using Sequential models, prefer using an “Input(shape)™ object
super()._ init_ (**kuargs)
= 55 Bms/step - loss: 8.4136
Epoch 2/88

7] = 05 15ns/5tep - loss: §.2048
Epoch 3788
/] ——————————— 85 12ns/step - loss: 8.2265
Epoch 488
/] = @5 1ms/5tep - loss: 0.1623
Epoch 5/88

Cette configuration se base sur trois éléments clés :

e Architecture Stacked LSTM : le modele se compose de deux couches LSTM
successives (30 unités chacune) [24]. L'utilisation de deux couches superposées
permet au réseau d'apprendre des représentations plus profondes. Des couches
Dropout (0.2) sont intégrées entre elles pour prévenir le sur apprentissage
(Overfitting) [29].

e Compilation : nous utilisons I'optimiseur Adam pour sa rapidité de
convergence et la fonction de perte MSE (Mean Squared Error) pour minimiser
I'écart entre les prévisions et les valeurs réelles [27], [29].

e Entrainement : le modele est entrainé sur 80 époques. Comme l'indique le
journal d'exécution (logs), la perte (loss) diminue de maniere significative des
les premiéres itérations (passant de 0.41 a 0.10), ce qui témoigne d'un

apprentissage efficace et rapide.
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111.7.3 Post-traitement et génération des prévisions

Une fois le modele entrainé, il est nécessaire d'exécuter une phase de test pour

générer les prédictions et préparer les données a I'évaluation finale.

° # 1. Prédiction sur les échantillons de test (les 4@% mélangés)
y_pred_test = model.predict(X test)
# 2. Désanalyser (Inverse Scaling) pour revenir aux valeurs réelles MVA
y_test_real = scaler.inverse_transform(y_test.reshape(-1, 1))
y_pred_real = scaler.inverse_transform(y_pred_test)
# 3. Graphique de validation (Nuage de points : Bleu ws Rouge)
plt.figure(figsize=(18, 6))
plt.scatter(range(len(y test_real)), y_test_real, color="blue', label="Valeurs Réelles (Sonelgaz)', alpha=8.7)
plt.scatter(range(len(y_pred_real)), y_pred_real, color="red", marker='x', label="Prédictions du Modgle")
plt.title( 'validation du Mod2le : Valeurs Réelles vs Prédictions (Test 4@X)')
plt.xlabel( 'Indices des Echantillons (Aléatoires)')
plt.ylabel( 'Charge (MVA)')
plt.legend()
plt.grid(True)
plt.show()
# 4. Tableau de Validation avec Erreur en % pour chaque é&chantillon ---
df_comparaison = pd.DataFrame({
'Echantillon’: range(l, len(y_test real) + 1),
'Réel (MvA)': y test_real.flatten(),
'Prédit (Mva)': y_pred_real.flatten(),
'Erreur Absolue {(MVA)': np.abs(y_test real.flatten() - y pred real.flatten()),
‘Erreur (%)': np.abs((y_test_real.flatten() - y_pred_real.flatten()) / y_test_real.flatten()) * 10@
1

print{"\n--- Tableau de Vvalidation avec Erreur Individuelle ---")
print({df_comparaison.to_string(index=False))

+ 1)1 —————————— 15 547ms/step

Ce script de post-traitement réalise les opérations logicielles suivantes :

e Prédiction : le modéle utilise les données de test (40% des données mélangées)
pour produire des estimations de charge.

e Dénormalisation : grace a la fonction (inverse_transform) [37], les résultats
sont reconvertis de I'échelle [0,1] vers l'unité réelle (MVA). C'est une étape
indispensable pour comparer les résultats avec les données reelles de Sonelgaz.

e Calcul de I'erreur : le code calcule automatiquement I'erreur absolue et I'erreur
relative (en %) pour chaque échantillon de test, facilitant ainsi I'analyse
statistique de la précision.

e Cette étape constitue la phase de validation finale. Elle regroupe a la fois la
visualisation graphique des performances et le détail numérique des écarts
constatés, permettant ainsi d'apprécier la précision réelle du modele sur chaque

échantillon de test.
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Validation du Modéle : Valeurs Réelles vs Prédictions (Test 40%) Année Réel Prédit Erreur Erreur
. . o (MVA) | (MVA) | Absolue (%0)
_ (MVA)
g &
2024 45179 | 40.472 | 4.707 10.42%
i 2025 45328 | 37.870 | 7.458 16.45%
» ! 2014 25.476 | 22.281 3.195 12.54%
| 2022 39.589 | 36.140 | 3.449 8.71%
, [N A, SR A N R 2019 30.937 | 32.666 | 1.729 5.59%
00 05 10 15 20 25 30 35 40
Indices des Echantillons [Aléatoires)

a) Visualisation graphique de la validation du
modéle.

b) Analyse quantitative des erreurs de
prévision.

Figure 111.4 : Performance globale du modéle LSTM sur I'ensemble de test (40%).
Interprétation et Analyse des Résultats :

Apres avoir géenéré les prévisions, nous avons regroupé les résultats dans le graphique

et le tableau ci-dessus pour mieux comprendre le comportement de notre modeéle.

Comparaison visuelle : Si lI'on regarde le graphique, on voit clairement que les
prédictions suivent qualitativement les valeurs réelles. Cela veut dire que le modele
Stacked LSTM a bien assimilé les dynamiques temporelles de la facon dont la charge
électrique change a Guerrara, méme si les données ne respectent pas une chronologie
pour la phase test. Par conséquent, nous pouvons en conclure que l'apprentissage a bien

réussi.

Analyse de la précision : Le tableau confirme que les erreurs sont minimes dans la
majorité des cas. Pour I'année 2019, par exemple, l'erreur est de seulement 5.59%, ce

qui représente une tolérance trés acceptable.

Dans un autre cas (I'année 2025) [D’erreur est de 16.45%. ce qui Par affaiblit notre
modele que nous justifions par la taille limitée des données, probleme non contrélé da

aux contraintes réelles rencontrées.
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Ces résultats permettent de dire que notre architecture Stacked LSTM peut étre bien

adaptée au réseau de la région de Guerrara.

111.7.4 Calcul des métriques d'évaluation (MAE, RMSE, MAPE)

Pour finaliser, nous calculons les métriques de performance globales. Ces indicateurs

mathématiques nous permettent de quantifier précisément I'erreur du modele.

from sklearn.metrics import mean_absolute_error, mean_squared_error

# 1. Calcul du MAE (Mean Absolute Error)
mae = mean_absolute_error(y_test_real, y_pred_real)

# 2. Calcul du RMSE (Root Mean Squared Error)
rmse = np.sqrt(mean_squared_error(y_test_real, y_pred_real))

# 3. Calcul du MAPE (Mean Absolute Percentage Error)
mape = np.mean(np.abs((y_test_real - y pred_real) / y_test real))} * 180

print
print
print
print

"\n--- Performance du Modéle LSTM ---")

f"MAE  (Erreur Absolue Moyenna) : {mae:.3f} MVA")

f"RMSE (Racine de 1'erreur quadratique) : {rmse:.3f} MVA")
f"MAPE (Erreur en Pourcentage) : {mape:.2f} &")

--- Performance du Mod&le LSTM ---

MAE  (Erreur Absolue Moyenne) : 4.187 MVA

RMSE (Racine de 1'erreur quadratique) : 4.536 MVA
MAPE (Erreur en Pourcentage) : 18.74 %

Tableau I11.2 : Synthese des métriques d'évaluation du modele LSTM.

Métrique d'Evaluation Valeur Obtenue Unité
(Erreur Absolue Moyenne) MAE 4.107 MVA
Racine de I'Erreur Quadratique Moyenne)) RMSE 4.536 MVA
(Erreur en Pourcentage) MAPE 10.74% %

L’analyse des résultats présentés dans le tableau ci-dessus permet d’évaluer la

performance réelle de notre modéle :

Le MAPE (10.74%b) : Cet indicateur est essentiel pour juger la précision globale
du modele. Selon I’interprétation couramment admise dans la littérature de la
prévision, notamment Hyndman and Koehler (2006) [40], un MAPE situé
entre 10% et 20% correspond a une prévision bonne et acceptable. Avec une

valeur de 10.74%, notre modele présente une fiabilité assez satisfaisante,
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particulierement au regard de la complexité du systeme étudié et de la taille
limitée des données disponibles pour la région de Guerrara.

e Le MAE (4.107 MVA): Cette métrique représente I’erreur moyenne en valeur
absolue. Un écart de 1’ordre de 4 MV A reste acceptable par rapport a la capacité
globale du poste électrique de Guerrara.

e Le RMSE (4.536 MVA): La proximité entre le RMSE et le MAE indique que
les erreurs de prédiction sont relativement homogeénes, sans présence

significative de valeurs aberrantes,ce qui confirme une certaine fiabilité.

Nous pouvons dire que ces différentes métriqgues donnent un aspect acceptable du
modeéle (LSTM) adopté.

111.7.5 Prévision a long terme (horizon 2040)

Apres avoir validé la précision de notre modele, nous I'utilisons maintenant pour
réaliser des prévisions a long terme. L'objectif est d'estimer I'évolution de la charge

¢lectrique dans la zone de Guerrara a ’horizon 2040.

# --- 1. Préparation de 1l'entrée (Basée sur les 5 derniires années) ---
window_size = 5 # On utilise la méme fenétre que l'entrainement
entree_futur = donnees_normalisees[-window_size:].reshape(l, window_size, 1)
temp_input = list(entree_futur[@].flatten())

predictions_lst = []

# --- 2, Boucle de prédiction pour 15 ans (jusqu'a 2049) --
for i in range(15):
inp = np.array(temp_input[-window_size:]).reshape(l, window_size, 1)
yhat = model.predict(inp, verbose=a)
temp_input.append(yhat[@][@])
predictions_lst.append(yhat[@][@])

# --- 3, Inversion de la normalisation --
predictions_finales = scaler.inverse_transform(np.array(predictions_lst).reshape(-1, 1))

# --- 4, Correction de la continuité technique ---

# On s'assure que la prédiction commence exactement 13 ol les données réelles s'arrétent
derniere_valeur_reelle = df['Charge’].iloc[-1]

ecart = predictions_finales[@] - derniere_valeur_reelle

predictions_finales = predictions_finales - ecart

# Création de 1l'axe des années (2026 a 20840)
annees_futures = np.arange(2026, 2041)

# --- 5, visvalisation Graphique Finale ---

plt.figure(figsize=(12, 6))

plt.plot(df['Year'], df['Charge’], label='Données Historiques (Sonelgaz)', color='blue', marker="0", linewidth=2)
plt.plot(annees_futures, predictions_finales, label='Projection Futur (LSTM)', color='red', linestyle='--', marker='s", linewidth=2)

# Ligne de connexion entre le passé et le futur
plt.plot([df[ 'Year'].iloc[-1], annees_futures[©]], [df[’'Charge’'].iloc[-1], predictions_finales[@][©]], color='red', linestyle="--")

plt.title('Prévision de la Charge Electrique 3 1\'Horizon 2848 (Zone de Guerrara)')
plt.xlabel('Annéde')

plt.ylabel('Charge {(MVA)")

plt.legend()

plt.grid(True, linestyle=":")

plt.show()

# --- 6. Tableau Final des Résultats ---
resultats = pd.DataFrame({

‘Année': annees_futures,

‘Charge Prédite (MVA)': np.round(predictions_finales.flatten(), 3)
3]

print(“\n--- Résultats des Prévisions pour 1'Horizon 2048 ---")
print(resultats.to_string(index=False))

52



Chapitre 111

Prédiction de la charge par les réseaux de neurones

Le script de prévision future implémente une stratégie récursive complexe pour simuler

la croissance de la charge.

Les procédures nécessaires pour atteindre notre structure finale consistent a suivre les

étapes suivantes :

Préparation de la fenétre initiale : Le modele utilise les fichiers de données ou
les données de I’historique de la charge ciblée sont classées, a savoir que notre
charge choisie est celle de la région de Guerrara. qui représente les séquences
d'entrées (Input) pour déclencher la premiere prédiction.

Boucle de prédiction itérative : Une structure de boucle est mise en place pour
générer 15 points futurs du moment que notre historique de la charge contient 15
valeurs aussi. A chaque itération, la valeur prédite est réutilisée comme entrée
pour estimer lI'année suivante, permettant ainsi de dégager une tendance a long
terme.

Ajustement de la continuité : Une correction technique est appliquée pour
assurer une transition fluide entre I'historique et les projections du modele,
garantissant la cohérence visuelle et statistique.

Exportation des résultats: Le code génére automatiquement un graphique de

tendance et un tableau de données faciles a consulter.

Charge (MVA)

%0
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0

60

o
=

.
S

Prévision de la Charge Electrique a I'Horizon 2040 (Zone de Guerrara) Annee Ch arge Anneée Cha rge
=4- Données Historiques (Sonelgaz) N P réd Ite P réd Ite
& Projection Futur (LSTM) {/ (M VA) ( M VA)

4 2026 45.378 2034 65.464
A

o 2027 | 48626 | 2035 | 68583
_',."/ 2028 51.108 2036 71.947
e 2029 52.464 2037 75.386
2030 54.536 2038 78.875
2031 57.243 2039 82.531
2032 60.141 2040 86.364

, . , ; . : K 2033 62.785

2010 2015 2020 2025 2030 2% 2040
Année

Figure 111.5: Projection de la charge électriqgue maximale et synthese numérique
(2026-2040).
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Interprétation et Analyse

L’analyse croisée du graphique de tendance et du tableau des valeurs

numériques nous permet de développer les points suivants :

La courbe de la figure I11.5 montre une transition entre I'historique (la courbe en
bleue) et la projection (la courbe en rouge). On remarque que le modele prévoit
une croissance soutenue, la charge passe de 45.378 MVA en 2026 a 86.364
MVA en 2040. Cette augmentation, qui représente quasiment le double de la
consommation actuelle, traduit une accélération de la demande énergétique dans
la zone de Guerrara. Ce résultat est cohérent avec l'extension urbaine et
industrielle observée sur le terrain.

D'un point de vue technique, le modele a réussi a capturer la "pente" de
croissance des années précédentes (2010-2025) pour la projeter sur les 15
prochaines années. On n'observe aucune fluctuation aberrante, ce qui démontre
la capacité du réseau Stacked LSTM a maintenir une stabilité de calcul, méme

sur un horizon assez lointain [24].

La continuité entre le dernier point réel et le premier point prédit confirme

I'efficacité de notre phase de prétraitement des données.

En examinant le tableau de la figure II1.5, on peut identifier des paliers
critiques. Par exemple, la barre symbolique des 60 MVA sera dépasseée deés
I'année 2032. Cette précision chiffrée est d'une importance capitale, car elle
permet de fixer une échéance temporelle pour le renforcement énergétique
immédiat et d’urgence pour cette région.

Bien que la courbe montre une progression linéaire et stable, le fait qu'elle
atteigne 86 MVA a I'horizon 2040 impose des défis majeurs en termes de
gestion de réseau. Le modele nous alerte sur le fait que d'ici 15 ans, la charge

dépassera largement les capacités actuelles.
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111.7.6 Comparaison des prévision MLP et LSTM

Afin d’évaluer P’apport de I’architecture LSTM dans la prévision de la charge
électrique, une comparaison a été réalisée avec un réseau de neurones de type Multi-
Layer Perceptron (MLP). Les deux modéles ont été entrainés sur les mémes données
afin de garantir une comparaison équitable. Le modéle MLP est capable d’approximer
des relations non linéaires, mais il ne dispose pas d’un mécanisme de mémoire lui
permettant de prendre en compte les dépendances temporelles. En revanche, le modele
LSTM exploite une mémoire interne lui permettant de capturer les relations a long
terme présentes dans les séries chronologiques. Cette caractéristique constitue un
avantage important pour la prévision de la charge é€lectrique, dont 1’évolution dépend

fortement des observations passées.

- — Predi
Comparaison des Prévisions : MLP vs LSTM Annee Prédite Llée.lq:/f
90 { 4~ Doées ks A MLP
-+ Prdiion ST r
801 -1 pgicionMp y & 2026 45.20 45.378
" o e |[2027 | 47,10 | 48.626
s e 2028 | 49,00 | 51108
< o o r'rr
i i 2029 | 5050 52.464
240
v 2030 52,00 54.536
3
" 2031 54,00 57.243
i 2032 55,50 60.141
0 015 m s ) s m | 2033 57,20 62.785
Année
Zoom : Comparaison entre 2023 et 2028 2034 58 ) 80 65.464
5 = 5 p
P *E{‘:“j;f:ffﬂ; Obsenvtions (Zoom 2023-2028 2035 60,50 68.583
g“ bk A1 | X MUP sutmieux a tendance rélle., 2036 62,50 71.947
D) -
isg el A v Le modgle LSTM suit migux la tendance 2037 64,50 75.386
i r ¥ dela charge électrique.
% il Le modele MLP présente une évolution 2038 66,20 78.875
2 o plus lente et moins précise. 2039 68.00 82531

Figure 111.6 : Comparaison des prévisions MLP et LSTM.
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Discussion comparative entre les modéles MLP et LSTM

La figure 111.6 présente les résultats de prévision obtenus par les modeles MLP et
LSTM pour la période 2026-2040. Les deux modeéles indiquent une augmentation
progressive de la charge électrique, mais avec des comportements différents. Le modéle
MLP fournit des prévisions plus modérées, avec une croissance relativement linéaire.
En revanche, le modele LSTM prévoit une augmentation plus importante de la charge,

en suivant davantage la tendance observée dans les données historiques.

Cette différence s’explique par la capacit¢ du LSTM a prendre en compte les
dépendances temporelles grace a sa mémoire interne, contrairement au MLP qui traite
les données de maniére plus statique. Le zoom sur la période 2023-2028 confirme que
les prédictions du LSTM assurent une transition plus cohérente avec les valeurs réelles.
Ainsi, le modeéle LSTM apparait comme le plus adapté a la prévision a long terme de la
charge ¢lectrique, en raison de sa meilleure capacité a représenter 1’évolution temporelle

des données.

Apreés avoir validé les performances du modéle appliqué aux données historiques
de la région de Guerrara, il est intéressant d’étendre I’étude a un nouvel ensemble de
données afin d’évaluer davantage les capacités du réseau LSTM. Cette seconde
expérimentation repose sur un historique plus important, offrant au modele davantage
d’informations par une génération synthétique de la charge pour I’apprentissage.
L’objectif est d’obtenir des prévisions plus précises et d’analyser I’impact de la quantité
de données sur la qualité des résultats pour ce type de réseau intelligent. Pour ce faire
une nouvelle application est menée sur le réseau le plus répondu dans de telles études, a

savoir ; le réseau IEEE 33-Bus.

111.8 Description du Jeu de données et Analyse Temporelle

Dans cette nouvelle étape, et avant d'appliquer les différentes étapes de prétraitement
et d'entrainement du modele LSTM, il est important de visualiser les données utilisées.
Cette représentation permet d'observer I'évolution de la charge électrique au cours du

temps et d'identifier les principales tendances présentes dans la série temporelle.

Les données exploitées dans cette seconde expérimentation correspondent a un

historique de charge synthétique, généré sur la base d’hypothéses statistiques et de
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profils de consommation réalistes. Les modalités de génération de cet ensemble de

données sont détaillées en annexe.

Charge électrique sur 21 années

8000

7000 1

6000
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Load (kW)
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3000 1
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Figure 111.7 : Evolution de la charge électrique synthétisée et utilisée pour

I’apprentissage du modéle.

La figure 111.7 présente 1’évolution de la charge électrique utilisée dans cette étude sur
une période de 21 ans. On observe des fluctuations périodiques ainsi qu’une tendance
générale croissante de la charge, ce qui justifie 1’utilisation d’un modele LSTM pour la

modélisation et la prévision de cette série temporelle.
111.9 Configuration et Prévision de la Charge du Réseau IEEE 33-Bus

Le réseau IEEE 33 Bus constitue 1’un des réseaux de distribution radiaux les plus
utilisés dans la littérature scientifique pour la validation des méthodes d’analyse,
d’optimisation et de prévision appliquées aux systémes é€lectriques. Initialement proposé
par Baran et Wu, ce réseau est composé de 33 nceuds (bus) et de 32 lignes de
distribution organisées selon une structure radiale. 1l fonctionne généralement a une
tension nominale de 12,66 kV et présente des caractéristiques représentatives des
réseaux de distribution réels.

En raison de sa simplicité et de sa large adoption par la communauté scientifique, le
réseau IEEE 33 Bus est devenu une référence pour I’évaluation des performances des

algorithmes d’intelligence artificielle et des modeles de prévision de charge.
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Dans ce travail, il est utilis¢ comme cas d’étude complémentaire afin de valider les
capacités du modéle LSTM sur un horizon temporel plus étendu et dans un

environnement de simulation standardisé [45].

Le modele LSTM (Long Short-Term Memory) comme déja cite, est un réseau de
neurones récurrent congu pour I’analyse et la prévision des séries temporelles. Grace a
sa structure interne basée sur des cellules mémoire et des mécanismes de portes (gates),
il est capable de conserver les informations importantes sur de longues périodes tout en
éliminant les informations moins pertinentes. Dans cette étude, le modéle est utilisé
pour prédire la charge électrique horaire a partir des 24 derniéres observations de
consommation. L’architecture adoptée (figure 111.8) comprend une couche LSTM de 30
neurones suivie d’une couche dense produisant la valeur prédite de la charge électrique.
Cette configuration permet de capturer efficacement les dépendances temporelles
présentes dans les données.

INPUT LSTM LAYER DENSE LAYER
" Y 2 N 7 N\
Sequence d'entrée LSTM (30 units) Dense
(24 heures) Gy 4 \ (1 unit) OUTPUT
Shape: (24, 1) ® ® ~G O
) @) Prédiction
t24 - X 4 ™ @ (Charge_kw)
23 - X sh (1)
W " ape: (1,
. . . ht'l- ht
t-2 - Xy T O
t1 = Xy Xt 30
Activation: tanh Activation: None
1 feature (Load_kW) Input shape: (24,1) Output shape: (None, 1)
Output shape: (None, 30)
\ \ J

Figure 111.8 : Architecture du modéle LSTM simplifié utilisé pour la prédiction de la

charge électrique du réseau IEEE 33 Bus.

Afin d'évaluer les performances du modeéle LSTM, une comparaison a été réalisée
entre les valeurs réelles de la charge électrique et les valeurs prédites sur I'ensemble de
la période de test. Les résultats sont présentés sous forme de courbes (figures 111.9 et
[11.10) permettant d'observer la capacité du modele & reproduire les variations

temporelles de la charge et a suivre la tendance générale du signal.
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Comparaison Réel / Prédit sur une année compléte
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Figure 111.9 : Comparaison entre les valeurs réelles et les valeurs prédites par le modele
LSTM.
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Figure 111.10 : Zoom sur les résultats de prédiction obtenus par le modéle LSTM.

Les calculs de I’écart et erreurs sont présentées dans le tableau 111.3

Tableau I11.3 : Indicateurs de performance du modéle LSTM.

Métrique Valeur
MAE 140.73 kW
RMSE 178.49 kW
MAPE 2.55 %
R2 0.9598
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Discussion des résultats

Les résultats obtenus montrent que le modéle LSTM présente de bonnes
performances dans la prédiction de la charge électrique du réseau IEEE 33 Bus. Les
figures 111.9 et 111.10 illustrent une forte concordance entre les valeurs réelles et les
valeurs prédites de la phase Test, ce qui confirme la capacité du modele a capturer

efficacement la dynamique temporelle de la charge.

L'analyse des courbes montre que le modele suit correctement la tendance générale
du signal ainsi que les fluctuations observées au cours de la période de test. Le zoom
réalisé sur une partie des données met davantage en évidence la proximité entre les
valeurs réelles et les valeurs prédites, ou les deux courbes apparaissent presque

superposées sur la majorité des observations.

Les indicateurs statistiques obtenus confirment également la qualité des prévisions.
En effet, le modéle a enregistré une erreur absolue moyenne (MAE = 140,73 kW) et
une erreur quadratiqgue moyenne (RMSE = 178,49 kW), ce qui traduit un niveau
d'erreur relativement faible par rapport aux valeurs de charge observées. De plus, la
valeur du MAPE égale a 2,55 % indique une excellente précision de prédiction,

puisque I'erreur moyenne reste largement inférieure a 5 %.

Par ailleurs, le coefficient de détermination R2 = 0,9598 montre que le modele
explique environ 95,98 % de la variabilité des données réelles, ce qui témoigne d'une

forte corrélation entre les valeurs observées et les valeurs prédites.

Ainsi, les résultats obtenus démontrent que le modele LSTM est capable de fournir
des prévisions fiables et précises de la charge électrique. La faible valeur des erreurs et
le coefficient de détermination élevé confirment I'efficacité de cette approche pour la

modélisation et la prévision des series temporelles appliquées aux réseaux électriques.

Afin de garantir la robustesse scientifique de cette étude, plusieurs choix
méthodologiques ont été adoptés et appuyés par la littérature recente. Le reseau étudié
repose sur le systeme IEEE 33 bus, largement utilisé dans les travaux de recherche en

analyse et en optimisation des réseaux électriques [41].
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Le profil de charge est généré sous forme d’une série temporelle synthétique horaire
sur une période de 8760 heures, construite a partir d’un profil journalier moyen
intégrant une variabilité saisonniere. Cette approche est cohérente avec les travaux de
Han (2024), qui ont démontré I’intérét de la génération de profils synthétiques pour la

simulation des réseaux IEEE 33 bus [42].

La méthode de prévision adoptée repose sur un réseau LSTM, reconnu pour sa
performance dans le traitement des séries temporelles. Cette approche est également
soutenue par les travaux de Mohammadi et al. (2022) et Bohara et al. (2023), qui ont
validé I’efficacité des architectures LSTM et BILSTM pour la prévision de la charge
électrique dans des réseaux de type IEEE 33 bus [43], [44].

111.10 Conclusion

En conclusion, ce chapitre a permis de mettre en ceuvre et d’évaluer le modele LSTM
pour la prévision de la charge électrique. Les résultats obtenus ont mis en évidence une
bonne concordance entre les valeurs réelles et les valeurs prédites, confirmée par des
indicateurs de performance satisfaisants tels que le MAE, le RMSE, le MAPE et le

coefficient de détermination R2.

Les prévisions réalisées montrent la capacité du modele a reproduire efficacement
I’évolution de la charge électrique et a anticiper ses variations futures. Ces résultats
confirment I’intérét des réseaux de neurones LSTM comme outils performants pour la

prévision de la charge et la planification des réseaux électriques.

Ainsi, I’approche proposée constitue une solution fiable pour I’estimation des besoins
énergétiques futurs et peut contribuer a une meilleure gestion et optimisation des

infrastructures électriques.
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La prévision de la charge électrique représente aujourd’hui un enjeu majeur pour la
planification et I’exploitation des réseaux électriques modernes. Face a 1’augmentation
continue de la demande énergétique et a la complexité croissante des profils de
consommation, le recours & des méthodes intelligentes capables de modéliser les

comportements non linéaires devient indispensable.

Dans ce travail, un modéle basé sur les réseaux de neurones récurrents de type Long
Short-Term Memory (LSTM) a été développé afin de réaliser la prévision a long terme
(horizon de 15 ans) de la charge électrique du poste 60/30 kV de Guerrara dans région
de Ghardaia. Les données historiques de la puissance apparente ont été prétraitées,
normalisées et organisées sous forme de seéries temporelles afin de permettre un

apprentissage efficace du modeéle.

Les résultats obtenus soulignent non seulement l’aptitude du modéle LSTM a
apprendre les dépendances temporelles présentes dans les données, mais également la
nécessité du recours a une charge synthétique représentative pour enrichir la base
d’apprentissage et assurer une simulation plus réaliste de 1’évolution future de la
demande électrique. Cette combinaison a permis d’obtenir des prévisions cohérentes et
exploitables pour les études de planification a long terme des réseaux électriques ou une

application de prévision (a I’horizon de 21 ans) est testée sur le réseau IEEE 33-Bus.
Au terme de ce travail, plusieurs résultats importants peuvent étre retenus :

o Une base de données chronologique couvrant une période de 21 années a été
construite et exploitée sous forme de série temporelle afin de mettre en évidence
I’efficacité du modéle LSTM.

o L’utilisation d’une charge synthétique cohérente avec les caractéristiques de
croissance de la demande électrique a permis de disposer d’un historique
suffisamment représentatif pour 1’apprentissage du modele et I’analyse des
tendances a long terme.

e Le modéle basé sur les réseaux de neurones récurrents de type LSTM a
démontreé sa capacité a apprendre efficacement les comportements temporels de
la charge électrique et a capturer les dépendances a long terme présentes dans les

données.
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o Les résultats obtenus ont montré une bonne concordance entre les valeurs réelles
et les valeurs prédites, confirmant la pertinence du modele proposé pour la
prévision de la charge électrique.

o Les prévisions réalisées mettent en évidence une évolution progressive de la
demande électrique au cours des prochaines années, fournissant ainsi des
informations utiles pour la prise de décision et la planification des infrastructures
du réseau.

o Cette étude confirme I’intérét des techniques de deep Learning, et plus
particulierement des réseaux LSTM, comme outils performants pour la prévision

de charge dans les systemes électriques.
Nous pouvons conseiller en perspectives:

« intégrer des variables explicatives supplémentaires telles que la température, les
données climatiques, les indicateurs économiques et démographiques.

o étudier I’influence de différentes architectures de réseaux de neurones.

o développer des modeles hybrides combinant les approches statistiques et les
techniques d’intelligence artificielle afin d’améliorer davantage la précision des
prévisions.

o valider I’approche proposée sur d’autres données réelles provenant d’autres
postes électriques et de différentes zones géographiques.

o étendre I’étude aux réseaux intégrant des sources d’énergie renouvelables afin

d’évaluer I’impact de leur variabilité sur la prévision de la charge.
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Annexe A : Données fournies par SONELGAZ — Direction de Distribution de Ghardaia.

Tableau I11.1 : Données brutes de la charge électrique (2009-2025) [46].

—_ TAUX TAUX
) ) Q(Mvar D'UTILIS| PMA source |D'UTILIS
TR installé | P(MW s(MVA
e (MVA) ( ) ) d )| aTion (S:MVA) | ATION
TR SOURCE
CM 60/30 TR1 20 9.8 2,1 10,022 | 50%
2009 KV 10,022 50%
GUERRARA
2010 KV 13,187 66%
GUERRARA
2011 KV 16,098 80%
GUERRARA
{*)
bs 60/30 Ky | TRL 40 11 2,9 11,376 | 28%
2012 | GUERRARA 20,068 25%
TR2 40 8 3.4 8,693 22%
0O,
ps 6o/30 kKv| 'R 40 12 8 14,422 | 36%
2013 GUERRARA 23,909 30%
TR2 40 9 3 9,487 24%
0O,
bs 60/30 Kv| TRL 40 12,4 8,3 14,921 | 37%
2014 GUERRARA 25,477 32%
TR2 40 9,5 4,6 10,555 | 26%
0,
ps eo/z0 Kv| 'R~ 40 14,5 5,5 15,508 39%
2015 GUERRARA 26,921 34%
TR2 40 10 5,5 11,413 | 29%
(o)
ps 60/30 Kv| TRL 40 14,57 | 4,69 | 15,306 | 38%
2016 | GUERRARA 27,468 34%
TR2 40 10,59 | 5,98 | 12,162 | 30%
0,
ps 60/30 Ky| TRL 40 14,5 6 15,692 | 39%
2017 | GUERRARA 28,989 36%
TR2 40 12,4 4,8 13,2907 | 33%
0O,
ps 6o/30 kv| 'R 40 11,7 5 12,724 | 32%
2018 | GUERRARA 30,021 38%
TR2 40 16,4 5,5 17,298 | 43%
0O,
ps 6o/30 Kv| 'R 40 15,37 6,3 | 16,611 | 42%
2019 GUERRARA 30,938 39%
TR2 40 13,1 5.8 14,327 | 36%
0,
ps eo/z0 Kv| 'R 40 16.3 6,7 17,623 44%
2020 GUERRARA 32,625 41%
TR2 40 14 5,39 | 15,002 | 38%
0,
opy |PS 60730 KV TR1 40 18 1 18,028 | 45% e o
GUERRARA , 6
TR2 40 17 o 17,000 | 43%
0,
ps eo/30 Kv| 'R 40 18 6 18,974 | 47%
2022 | GUERRARA 39,589 49%
TR2 40 20 5 20,616 | 52%
[0)
ps 60/30 kKv| TR 40 19 7 20,2 51%
2023 GUERRARA 45 57%
TR2 40 23 10 25,1 63%
[¢)
ps 60/30 Kv| TR 40 20 2 20,1 50%
2024 | G ERRARA as 56%
TR2 40 23 10 25,1 63%
O,
ps 6o/30 kv| TR 40 22,44 2,6 22,6 56%
2025 | GUERRARA a5 57%
TR2 40 22,44 | 3,97 22,8 57%
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Annexe B : Code de génération de I’historique synthétique et prévision de la charge
par LSTM.
B.1 Importation des bibliotheques

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt

from sklearn.preprocessing import MinMaxScaler
from sklearn.metrics import mean_absolute_error, mean_squared_error, r2_score

from tensorflow.keras.models import Sequential
from tensorflow.keras.layers import LSTM, Dense
from tensorflow.keras.callbacks import EarlyStopping

B.2 Génération des données synthétiques

yvears_total = 21
dates = pd.date_range(start="'2660-081-01",
periods=years_total*365%24,
freq="h")
base_load = 3715
annual_growth = (1.02) ** (dates.year - dates.year.min())
daily_cycle = 1 + ©.28*np.sin(2*np.pi*dates.hour/24)
seasonal_cycle = 1 + ©.1@*np.sin(2*np.pi*dates.dayofyear/365)
noise = np.random.normal(e, ©.3, len(dates))
load = base_load * annual_growth * daily_cycle * seasonal_cycle * (1 + noise)
df = pd.DataFrame({
'Datetime’': dates,

'Load_kW': load
})

B.3 Normalisation des données

scaler = MinMaxScaler()

data_scaled = scaler.fit_transform(df[['Load_kW']])
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B.4 Creation des séquences temporelles

look_back

X =[]
y =[]

= 24

for i in range(look_back, len(data_scaled)):
X.append(data_scaled[i-look_back:i, e])
v.append(data_scaled[i, ©])

X = np.array(X)
¥ = np.array(y)

X = X.reshape(X.shape[@], X.shape[1], 1)

B.5 Séparation des données d’apprentissage et de test

test_hours = 365 * 24

split_index = len(X) - test_hours

X_train
v_train

X_test
v_test

X[ :split_index]
v[:split_index]

X[split_index:]
vsplit_index:]

print{("Train :", X_train.shape)
print("Test 1", X_test.shape)

B.6 Construction du modéle LSTM

model =

Sequential()

model.add(LSTM(38@,

activation="tanh',
input_shape=(look_back, 1)))

model.add(Dense(1))

model .compile(optimizer="adam',

loss="mse"')

B.7 Entrainement du modeéle

early_stop = EarlyStopping(monitor='wval_loss',

history

patience=5,
restore_best_weights=True)

model . fit(X_train,
y_train,
epochs=20,
batch_size=64,
validation_split=2.1,
callbacks=[early_stop].
verbose=1)
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B.8 Prédiction et retour a I’échelle réelle

y_pred = model.predict(X_test)

y_test_real = scaler.inverse_transform(y_test.reshape(-1,1)).flatten()

y_pred_real = scaler.inverse_transform(y_pred).flatten()

B.9 Evaluation des performances

MAE =

RMSE

MAPE

R2 =

mean_absolute_error(y_test_real, y_pred_real)

= np.sqrt(mean_squared_error(y_test_real, y_pred_real))

np.mean(np.abs((y_test_real - y_pred_real) / y_test_real)) * 1lee

r2_score(y_test_real, y_pred_real)

print("\n===== RESULTATS =====")
print(f"MAE = {MAE:.2f}")
print(f"RMSE = {RMSE:.2f}")
print(f"MAPE = {MAPE:.2f}%")
print(f"R2 = {R2:.4F}")

B.10 Visualisation des résultats

MAE

RMSE

MAPE

R2 =

= mean_absolute_error(y_test_real, y_pred_real)

np.sqrt(mean_squared_error(y_test_real, y_pred_real))
= np.mean(np.abs((y_test_real - y_pred_real) / y_test_real)) * 1lee

r2_score(y_test_real, y_pred_real)

print("\n===== RESULTATS =====")
print(f"MAE = {MAE:.2f}")
print(f"RMSE = {RMSE:.2f}")
print(f"MAPE = {MAPE:.2f}%")
print(f"R2 = {R2:.4F}")

plt

plt.
plt.

plt
plt
plt

plt.
.grid(True)

plt

plt.

.figure(figsize=(18,6))

plot(y_test_real, label="Valeurs réelles")
plot(y_pred_real, label="Prévisions LSTM")

.title("Comparaison Réel / Prédit sur une année compléte")
.xlabel("Temps (heures)")
.ylabel("Charge (kW)")

legend()

show()
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